
UNIVERSIDADE ESTADUAL DO MARANHÃO

CENTRO DE CIÊNCIAS EXATAS E TECNOLOGIA

CURSO DE ENGENHARIA DA COMPUTAÇÃO

GUSTAVO SOARES SILVA

APLICAÇÃO DE MODELOS BERT ESPECIALIZADOS PARA O

APRIMORAMENTO NA CLASSIFICAÇÃO DE SENTENÇAS JURÍDICAS

SÃO LUÍS

2024



UNIVERSIDADE ESTADUAL DO MARANHÃO

CENTRO DE CIÊNCIAS EXATAS E TECNOLOGIA

CURSO DE ENGENHARIA DA COMPUTAÇÃO

GUSTAVO SOARES SILVA

APLICAÇÃO DE MODELOS BERT ESPECIALIZADOS PARA O

APRIMORAMENTO NA CLASSIFICAÇÃO DE SENTENÇAS JURÍDICAS

Trabalho de Conclusão de Curso apresentado
para obtenção do grau de Bacharel em Engenha-
ria da Computação, pela Universidade Estadual
do Maranhão.

Orientador: Prof. Dr. Antônio Fernando Lava-
reda Jacob Junior

SÃO LUÍS

2024



 
                                                               
                      
 

                           
 
  
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

 

 

 

 

 

 

 

 

  
 
 
 
 
 
 
                 
 

Silva, Gustavo Soares 

 

   Aplicação de Modelos BERT Especializados para o Aprimoramento na 

Classificação de Sentenças Jurídicas. / Gustavo Soares Silva. – São Luís, 2024.      

      

   53 f. 

 

   Monografia (Graduação em Engenharia da Computação) - Universidade Estadual 

do Maranhão, São Luís, 2024. 

 

   Orientador: Prof. Dr. Antônio Fernando Lavareda Jacob Júnior.  

                                                                                                                                                  

   1. Domínio Jurídico. 2. BERT. 3. Sentenças Jurídicas. 4. Processamento de 

Linguagem Natural. I. Título.                                                                                          

 

 

      CDU:         004.43:34                                                                                                                                                             
 
                                                                                    



GUSTAVO SOARES SILVA

Aplicação de Modelos BERT Especializados para o
Aprimoramento na Classificação de Sentenças Jurídicas

Trabalho de Conclusão de Curso apresentado
para obtenção do grau de Bacharel em Engenha-
ria da Computação, pela Universidade Estadual
do Maranhão.

SÃO LUÍS, 09 de setembro de 2024:

Prof. Dr. Antônio Fernando Lavareda Jacob
Junior

Orientador - UEMA

Me. Fabrício Almeida do Carmo
Examinador Interno - UEMA

Gabriele de Sousa Araújo
Examinador Interno - PECS/UEMA

Prof. Dr. Omar Andres Carmona Cortes
Examinador Externo - IFMA

SÃO LUÍS

2024



RESUMO

A crescente demanda por eficiência e celeridade na resolução de processos judiciais têm incen-

tivado a adoção de tecnologias avançadas baseadas em Processamento de Linguagem Natural

(PLN), para otimizar a gestão processual e garantir maior uniformidade e previsibilidade nas de-

cisões. No entanto, o domínio jurídico apresenta uma linguagem altamente especializada, que

inclui documentos extensos, estilo formal, vocabulário próprio e frequentes citações a legis-

lação e precedentes. Assim, modelos de linguagem que utilizam representações dinâmicas de

palavras, como o Bidirectional Encoder Representations from Transformers (BERT), são alter-

nativas mais viáveis para capturar as particularidades da linguagem legal. Os resultados indicam

que, para o contexto analisado, o PEFT com truncamento foi eficaz em aumentar a acurácia e

a F1-macro, embora o desbalanceamento do conjunto de dados tenha limitado a acurácia para

classes minoritárias.

Palavras-chave: BERT. domínio jurídico. PEFT. Processamento de Linguagem Natural. sen-

tenças jurídicas.



ABSTRACT

The increasing demand for efficiency and speed in resolving legal proceedings has encouraged

the adoption of advanced technologies based on Natural Language Processing (NLP) to opti-

mize case management and ensure greater consistency and predictability in decisions. However,

the legal domain features highly specialized language, which includes extensive documents, for-

mal style, specialized vocabulary, and frequent references to legislation and precedents. There-

fore, language models that utilize dynamic word representations, such as Bidirectional Encoder

Representations from Transformers (BERT), are more viable alternatives for capturing the nu-

ances of legal language. This study investigates the application of Parameter-Efficient Fine-

Tuning (PEFT) with Low-Rank Adaptation (LoRA) to the specialized models LegalBERT-pt

and BumbaBert, with approaches of truncating and pooling input documents to enhance accu-

racy in classifying topics of Incidents of Resolution of Repetitive Demands (IRDRs) in legal

sentences. The results indicate that, for the analyzed context, PEFT with truncation effectively

improved accuracy and F1-macro, although the dataset imbalance limited accuracy for minority

classes.

Keywords: BERT. legal domain. legal sentences. Natural Language Processing; PEFT.
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1 INTRODUÇÃO

Pesquisas recentes exploram o potencial da Inteligência Artificial (IA) para melhorar

a eficiência e acelerar a resolução de atividades jurisdicionais no Brasil, com foco principal-

mente na grande quantidade de dados produzidos por esses serviços (Berzagui; Da Silva, 2022).

O Conselho Nacional de Justiça (CNJ), instituição responsável pelo controle da atuação admi-

nistrativa e financeira do Poder Judiciário brasileiro, mostra em seu último relatório, “Justiça

em Números” 1, que o sistema judiciário possui cerca de 83,3 milhões de processos pendentes

aguardando alguma solução definitiva. Destes, 22% representam processos suspensos, sobresta-

dos ou em arquivo provisório, aguardando alguma situação jurídica futura.

A Lei nº 13.105/15 do Código de Processo Civil (CPC), intitula o sistema de precedentes

com suas respectivas normas e conceitos no ordenamento jurídico, que introduziu mecanismos

para contribuir com a agilidade da ação dos tribunais e a busca por estabilidade e previsibilidade

nas decisões judiciais (Vasconcelos; Lima; Rodrigues, 2023). Fazem parte do Sistema de Prece-

dentes Judiciais as instituições de Repercussão Geral (RG) (Brasil, 2004), Recursos Repetitivos

(RR) (Brasil, 2008), Incidente de Assunção de Competência (IAC) (Brasil, 2015) e Incidente

de Resolução de Demandas Repetitivas (IRDR) (Brasil, 2015).

Segundo o juiz Jorge André de Carvalho Mendonça no webnário Justiça 4.0, “Gestão
de Precedentes”

Os precedentes são importantes para a estabilidade, segurança jurídica, coe-
rência e consistência da argumentação e do resultado apresentado. Um ponto
importante é a questão da coerência não ser a coerência do julgador individual,
mas a coerência do Judiciário como um órgão e uma instituição [...]

Diante disso, os precedentes contribuem para a uniformização da jurisprudência, evi-

tando decisões divergentes para casos semelhantes, corroborando seu papel fundamental no

sistema processual brasileiro.

Nesse contexto, verifica-se que boa parte do acervo do judiciário brasileiro é composto

por demandas de massa e, dentro desse montante de processos, existem inúmeros que abordam

a mesma matéria jurídica (Melo, 2021). O que se verifica, na prática, é que questões judiciais

de mesmo pleito estão sendo julgadas por tribunais distintos, que muitas vezes, apresentam

soluções diferentes, ferindo diretamente a segurança e isonomia jurídicas (Melo, 2021; Stemler,

2020a).

Impulsionando sua própria evolução digital, o Poder Judiciário brasileiro implementou

a Justiça 4.0 para modernizar e integrar os serviços judiciários através do uso de tecnologias

avançadas e IA (CNJ, 2021a). Essa jornada de transformação tem se intensificado nas últimas

duas décadas, desde a informatização do processo judicial pela Lei nº 11.419/2006 (Brasil,

2006), a instituição do Processo Judicial eletrônico (PJe) pela Resolução nº 185/2013 (CNJ,
1 https://www.cnj.jus.br/wp-content/uploads/2024/05/justica-em-numeros-2024.pdf
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2013), a regulamentação do uso de IA no âmbito judicial pela Resolução nº 332/2020 (CNJ,

2020) e a criação da Estratégia Nacional de Tecnologia da Informação e Comunicação do Poder

Judiciário (ENTIC-JUD), pela Resolução nº 370/2021 (CNJ, 2021b) para o sexênio 2021-2026

(Rampim; Lemos Igreja, 2022).

Frente ao crescimento das aplicações de Processamento de Linguagem Natural (PLN),

e sobretudo, dentro desse domínio, ao sucesso dos modelos de linguagem de grande porte,

do inglês Large Language Models (LLMs), em automatizar tarefas complexas como tradução

automática e geração de texto, o interesse pelo desenvolvimento de soluções especializadas em

domínios e vocabulários específicos aumentou (Hua et al., 2023; Lai et al., 2023).

Modelos baseados em Transformadores (Transformers) (Vaswani et al., 2017), que ge-

ram associações de palavras (word embeddings) contextualizadas, como o Bidirectional Enco-

der Representations from Transformers (BERT) (Devlin et al., 2018), alcançaram resultados

promissores em tarefas de PLN em domínios gerais. Seu desempenho fez com que surgissem

novos modelos pré-treinados em documentos para incorporar a linguagem brasileira (Silveira

et al., 2023).

No entanto, modelos ajustados somente à linguagem de realização das tarefas ainda

apresentam soluções generalizadas e insuficientes. Informações extraídas de domínios específi-

cos, como o direito, por exemplo, apresentam características singulares que precisam ser levadas

em consideração ao desenvolver LLMs especializadas (Lai et al., 2023; Silveira et al., 2023).

Alguns dos principais desafios encontrados incluem a utilização de vocabulário próprio, como

jargões e termos técnicos, além de lidar com textos longos, estilo formal e frequentes citações

a legislações. (Carmo et al., 2023; Limsopatham, 2021).

Diante ao exposto, este trabalho tem por finalidade o desenvolvimento de soluções para

classificação de sentenças judiciais utilizando modelos de linguagem ajustados baseados em

BERT.

1.1 Justificativa

A classificação eficiente de precedentes jurídicos sobrestados configura uma ação im-

portante para a garantia da segurança jurídica, da previsibilidade das decisões judiciais e da

celeridade processual. Precedentes sobrestados, decisões de tribunais de instâncias superiores

que orientam a resolução de casos semelhantes, servem como guias para o magistrado na apli-

cação da lei.

O processo atual de classificação de precedentes no Brasil, em específico no Tribunal

de Justiça do Maranhão (TJMA), possui um histórico de aumento de produtividade de resolu-

ções processuais segundo o relatório “Justiça em Números”, mas o congestionamento jurídico-

processual ainda é um problema a ser resolvido (Veras; Barreto, 2022).

Instâncias do Sistema de Precedentes Judiciais como o IRDR e o IAC têm por objetivo
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a diminuição da insegurança jurídica em tribunais de primeiro e segundo grau. Logo, a identi-

ficação dos temas dos precedentes legais similares é importante para reduzir a quantidade de

decisões divergentes, especialmente em tribunais de segunda instância.

De acordo com a pesquisa sobre a visão geral dos projetos de IA do “Painel da Pesquisa

sobre Inteligência Artificial 2023” 2 do CNJ, houve um aumento de 26,13% de projetos de IA

em comparação ao ano de 2022. Das atividades contempladas pelos projetos de IA nos tribunais

brasileiros, 66 apresentaram soluções para classificação de documentos. As respostas indicaram

que as três principais motivações para criação desses projetos foram a busca por eficiência e

agilidade, aumento de precisão e consistência de tarefas repetidas e melhoria na tomada de

decisões.

A pesquisa também aponta que 70,7% das soluções não utilizaram ou pretendem uti-

lizar LLMs. No entanto, quando treinadas em corpora de precedentes, leis e jurisprudência,

esses modelos de linguagem conseguem identificar padrões complexos na linguagem jurídica e

apresentam soluções eficientes para os problemas citados.

Dessa forma, a relevância de um projeto envolvendo LLMs para a classificação de pre-

cedentes judiciais sobrestados é dada não apenas pelo desempenho desses modelos em tarefas

semelhantes, mas também por produzir impacto direto no ordenamento jurisdicional estadual

com a diminuição da morosidade e aumento de eficiência e segurança jurídica.

1.2 Objetivos

O objetivo deste trabalho é a avaliação de técnicas de processamento de texto e classi-

ficadores associados a modelos de linguagem baseados em BERT, com ajuste fino eficiente de

parâmetros para o domínio jurídico para a classificação de processos sobrestados em preceden-

tes judiciais, por meio da análise de sentenças judiciais e seus respectivos temas.

1.2.1 Objetivos Específicos

• Avaliar o uso de modelos baseados BERT pré-treinados e abordagens de truncamento e

agrupamento dos documentos para classificação de documentos jurídicos em precedentes

judiciais;

• Avaliar técnicas eficientes para o ajuste fino de modelos de domínio específico e suas

características;

• Aplicar métricas de avaliação que refletem a confiança e assertividade dos modelos trei-

nados em tarefas finais de classificação de precedentes judiciais, sobrestados nos dados

disponibilizados pelo TJMA.

2 https://paineisanalytics.cnj.jus.br/single/?appid=43bd4f8a-3c8f-49e7-931f-52b789b933c4&sheet=53cb7211-
d465-4ee7-ad18-e57c7f50085b
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1.3 Acordo de Cooperação Técnica

À luz dos preceitos da Justiça 4.0 e visando o desenvolvimento de soluções que utilizem

IA para atender aos reclames da eficiência, consistência e morosidade no segmento jurídico, di-

versos Tribunais de Justiça têm firmado acordos de cooperação técnica com universidades do

país (Silva; Isidro, 2020). Essas colaborações podem trazer diversos benefícios tanto para o

poder judiciário, quanto para as instituições acadêmicas. Nessa vertente, o Tribunal de Justiça

do Maranhão (TJMA), por meio do Acordo de Cooperação Nº 002/2021, estabeleceu um trato

com a Universidade Estadual do Maranhão (UEMA) para a elaboração de soluções e projetos

de pesquisa voltados para a análise e identificação de precedentes jurídicos em petições inici-

ais (Carmo et al., 2023). A pesquisa, abrangendo este trabalho, envolve o desenvolvimento de

modelos de linguagem para gerar representações vetoriais dinâmicas dos dados jurídicos, dis-

ponibilizados pelo tribunal, que serão alimentados em modelos de classificação destacados na

literatura.

1.4 Contribuições de Estudo

Este estudo apresenta um conjunto de contribuições para a classificação de precedentes

judiciais, com foco na aplicação de modelos de linguagem natural. Como principais contri-

buições de trabalho, destacam-se: (i) os modelos resultantes do treinamento e avaliação deste

trabalho serão disponibilizados à comunidade acadêmica, e (ii) todos os códigos e técnicas apli-

cadas ao desenvolvimento deste trabalho serão fornecidos como elementos para a reprodução

de novos modelos.

1.5 Estrutura do Trabalho

Para um melhor entendimento dos temas abordados, este trabalho está dividido em:

Capítulo 2, que apresenta a fundamentação teórica sobre os precedentes judiciais, as word em-

beddings, um dos principais modelos de linguagem que utiliza esse recurso: BERT, como essa

ferramenta é utilizada para tarefas aplicadas à linguagem natural e as dificuldades enfrentadas

na utilização desses modelos em textos longos, levando em consideração as características dos

modelos utilizados e as técnicas para especialização de LLMs em domínios específicos. O Capí-

tulo 3 trata de trabalhos correlatos em modelos de linguagem treinados em português e domínio

específico, como o direito, por exemplo, e as contribuições significativas nessas áreas. O Capí-

tulo 4 descreve o processo metodológico seguido e as tecnologias utilizadas neste trabalho para

a condução dos resultados finais. No Capítulo 5 os resultados são apresentados e discutidos a

partir dos experimentos realizados. Por fim, o Capítulo 6 traz as considerações finais obtidas

neste estudo e as direções para trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

2.1 Precedentes Judiciais

A crescente complexidade das relações sociais, aliada ao aumento e à repetitividade dos

conflitos na sociedade, tem impactado diretamente o volume de litígios no Poder Judiciário,

demandando respostas de todos os setores do Estado (Bispo, 2023). Nesse contexto, o orde-

namento jurídico, buscando atender aos princípios da eficiência e isonomia, tem desenvolvido

mecanismos que permitem a análise e julgamento de demandas de forma conjunta, como as

ações coletivas, ou por meio da resolução de questões jurídicas repetitivas.

O sistema judicial demonstra preocupação com a uniformização de decisões em ca-

sos semelhantes, visando responder de forma coerente, segura e isonômica às demandas que

compartilhem uma questão comum (Bispo, 2023; Da Silva; Dias, 2020; Rampim; Lemos Igreja,

2022). Essa uniformização é dada por três perspectivas: a coerência, no sentido de não contrariar

precedentes e seguir decisões já existentes; a integridade; e a estabilidade, para a durabilidade

e previsibilidade das decisões (Bispo, 2023; Menezes Júnior, 2023).

Nesse sentido, o Código de Processo Civil de 2015, através da Lei nº 13.105/2015 (Bra-

sil, 2015), instituiu um conjunto de dispositivos que visam à consolidação de um sistema de

precedentes vinculantes no ordenamento jurídico brasileiro. Essa legislação estabelece regras

e princípios que definem quais decisões judiciais possuem caráter vinculante, devendo ser ob-

servadas obrigatoriamente em julgamentos posteriores (Vasconcelos; Lima; Rodrigues, 2023).

Assim, os precedentes judiciais são decisões que servem de suporte para a tomada de decisão

em casos futuros de mesma tese. As Instituições criadas pelo Código de Processo Civil para

a instrumentação processual no ordenamento jurídico para a uniformização da jurisprudência

são:

• Incidente de Resolução de Demandas Repetitivas: O IRDR (Brasil, 2015) é instaurado

sempre que houver repetição de controvérsias de direito em diversos processos, colocando

em risco a isonomia e a segurança jurídica devido à possibilidade de decisões conflitantes

sobre a mesma matéria (Bispo, 2023; Ribeiro; Reis, 2024). Seu objetivo é minimizar o

impacto do aumento significativo no número de processos pendentes no Poder Judiciário,

garantindo um tratamento rápido, equitativo e uniforme do litígio (Stemler, 2020a).

• Recurso Repetitivo: Sendo semelhante ao IRDR, o RR (Brasil, 2004) é julgado pelo

Supremo Tribunal de Justiça (STJ) ou Tribunal Superior do Trabalho (TST), sobrestando

litígios em abrangência nacional. Para a aplicação deste instrumento jurídico, é preciso

que existam vários recursos com assuntos similares para que um deles seja escolhido

como base para decisões futuras (Stemler, 2020b).
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• Repercussão Geral: Nos temas de RG (Brasil, 2008) a admissibilidade do recurso se ba-

seia na relevância do tema para o julgamento, tratando de questões constitucionais econô-

micas, políticas, sociais e jurídicas de grande relevância (Vasques; Carmo De Oliveira,

2024).

• Incidente de Assunção de Competência: O IAC (Brasil, 2015) é aplicável nos casos

onde a matéria do processo judicial possui questões com grande repercussão social po-

dendo ter abrangência nacional quando julgado pelo Supremo Tribunal Federal (STF), ou

pelo STJ (Vasques; Carmo De Oliveira, 2024).

Esses mecanismos são essenciais para a uniformização da jurisprudência, garantindo

que casos semelhantes sejam decididos de forma consistente, promovendo eficiência e segu-

rança jurídica no sistema judiciário.

2.2 Processamento de Linguagem Natural

O PLN é um campo da IA dedicado ao desenvolvimento de soluções capazes de enten-

der, interpretar e gerar linguagem natural – linguagem humana – integrando estatística, aprendi-

zado de máquina, do inglês Machine Learning (ML), e modelos de aprendizagem profunda, do

inglês Deep Learning (DL), ajustados às regras linguísticas (Asudani; Nagwani; Singh, 2023).

O PLN se tornou um domínio de estudo indispensável e transformador na era digital.

Um dos principais exemplos do impacto desse campo reside nos sistemas de busca presentes

em diversas aplicações, como o da Google (Nayak, 2021), por exemplo, que dependem do PLN

para oferecer resultados relevantes e precisos aos usuários (Worth, 2023).

Dividindo-se em dois subcampos: Entendimento de Linguagem Natural (Natural Lan-

guage Understanding; NLU), com enfoque em análises semânticas dos textos, e Geração de

Linguagem Natural (Natural Language Generation; NLG), para geração de textos, o PLN é

aplicado em diversas tarefas diferentes como análise de sentimento, traduções, reconhecimento

de entidade nomeada (Named Entity Recognition; NER), reconhecimento e síntese de fala, su-

marização e busca por documentos (DeepLearning.AI, 2023; Holdsworth, 2021). O sucesso

dessas aplicações depende da capacidade da máquina de entender a linguagem natural e de

técnicas que facilitem esse processo (Worth, 2023).

Nesse contexto, o PLN pode ser entendido como um fluxo de processamento de dados

que começa com os textos brutos (corpus), nos quais são aplicados um conjunto de transforma-

ções, como a separação em tokens, a remoção de palavras irrelevantes e a segmentação de sen-

tenças em unidades menores que possuam um significado linguisticamente completo e o resul-

tado é uma saída estruturada otimizada que alimenta um modelo treinado posteriormente para

realizar uma variedade de tarefas (Asudani; Nagwani; Singh, 2023; DeepLearning.AI, 2023).
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Na grande maioria das aplicações modernas de PLN, a saída dos modelos treinados é

denominada “word embedding”, vetores de tamanho fixo calculados com base em propriedades

linguísticas associadas à palavras, tokens, n-grams, sentenças ou documentos, que definem as

informações sintáticas e semânticas relacionadas à essas representações textuais (Wang; Nulty;

Lillis, 2020; Worth, 2023).

2.3 Representações Vetoriais de Palavras (Word Embeddings)

Por sua própria definição, palavras são unidades linguísticas que carregam significado.

No contexto do PLN, a representação de palavras é um elemento fundamental para o desen-

volvimento de soluções eficazes. O método tradicional para essa representação é a codificação

one-hot, a qual atribui a cada palavra um vetor binário com apenas uma posição ativa (1), cor-

respondente ao seu índice no vocabulário (Mars, 2022; Worth, 2023). Essa abordagem não leva

em consideração os fatores semânticos e contextuais e as dimensões dos vetores de característi-

cas geralmente correspondem às dimensões do dicionário das linguagens utilizadas, chegando

a centenas de milhares, ou até milhões, dependendo dos dados utilizados e da tarefa a ser exe-

cutada.

No cenário de IA e ML, lidar com um conjunto esparso de características e de alta

dimensionalidade implica não somente no aumento dos recursos computacionais necessários,

como também dificulta o aprendizado dos modelos (Peng; Gui; Wu, 2024; Worth, 2023). Diante

disso, os principais avanços no PLN se deram com o desenvolvimento de soluções capazes

de associar informações semânticas da linguagem natural em representações vetoriais densas,

denominadas word embeddings.

Os word embeddings podem ser obtidos através de diferentes técnicas, incluindo Redes

Neurais (Neural Networks; NN) para aprender representação de palavras e projetar o corpus

(palavras, tokens, n-grams, sentenças ou documentos) em um espaço vetorial multidimensional

contínuo. Esse espaço vetorial descreve as relações geométricas, associações semânticas e con-

textuais entre os vetores de palavras, com base em sua similaridade. (Mars, 2022; Torregrossa

et al., 2021; Worth, 2023). Os pesos das NNs para os vetores de palavras são otimizados para

maximizar a probabilidade do contexto em que a palavra é observada no corpus (Apidianaki,

2023).

Os vínculos aprendidos por esses modelos baseiam-se nos Modelos Semânticos Distri-

bucionais (Distributional Semantic Models; DSM), que propõe que “a similaridade semântica

entre dois lexemas é a função da similaridade de seus contextos linguísticos” (Lenci; Sahlgren,

2023, cap. 1). Ou seja, palavras encontradas com distribuições contextuais similares possuem,

em sua maior parte, o mesmo significado.

De modo geral, há duas principais categorias de word embeddings: estáticas, ou inde-

pendentes de contexto, que aprendem representações únicas de cada palavra, e contextualizadas,
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que geram múltiplas representações vetoriais de uma palavra para todos os contextos que ela

aparece nos dados de treinamento (Wang; Nulty; Lillis, 2020).

2.3.1 Representações Vetoriais Estáticas

Os métodos estáticos como Word2Vec, Global Vectors (GloVe) e FastText, aprendem as

representações linguísticas por meio de modelos de linguagens com NNs, ou por meio da fato-

ração de matrizes de coocorrência e, por serem livres de contexto, as representações são únicas

para cada palavra, agrupadas em seus diferentes sentidos (Apidianaki, 2023; Wang; Nulty; Lil-

lis, 2020). Os exemplos dessas representações são:

• Word2Vec: Mikolov et al. (2013) desenvolveram dois modelos de word embedding está-

ticas que utilizam NNs e os conceitos da hipótese distribucional para aprender as associ-

ações de palavras: Skip-Gram e Continuous Bag-of-Words (CBoW). Dado o corpus C e

uma janela de contexto de tamanho k que contém a palavra-alvo wi

Ci = wi−k , . . . ,wi , . . . ,wi+k , . . .

o objetivo do modelo Skip-Gram é prever o contexto (. . . , wi−k ,wi+k , . . . ) dada a palavra-

alvo (wi) como entrada. O modelo CBoW, por outro lado, é treinado para prever a palavra-

alvo wi usando o contexto (. . . ,wi−k ,wi+k , . . . ) ao redor (Mars, 2022; Torregrossa et al.,

2021). Um dos principais avanços introduzidos pelo Word2Vec é a possibilidade de pré-

computar os embeddings. Em vez de gerar as representações vetoriais durante a execução

do modelo, os embeddings são previamente calculados e armazenados para reutilização

futura (Worth, 2023).

• GloVe: Método clássico desenvolvido por Pennington, Socher e Manning (2014) que

aprende as representações vetoriais por meio das informações de coocorrência de pala-

vras extraídas dos processos de compressão e fatorização do corpus (Asudani; Nagwani;

Singh, 2023; Wang; Nulty; Lillis, 2020). Dessa forma, além de extrair informações encon-

tradas na janela de contexto, como no Word2Vec, o GloVe também acumula estatísticas

globais, levando a uma representação semântica mais efetiva dos dados (Torregrossa et

al., 2021).

• FastText: Método produzido por Bojanowski et al. (2016) que também utiliza NNs para

gerar embeddings mas, ao contrário do GloVe e Word2Vec, o FastText processa as palavras

tratando-as como um conjunto de n-grams (Wang; Nulty; Lillis, 2020). Essa segmentação

em subpalavras possibilita a captura de informações morfológicas e permite ao modelo

estimar palavras raras e fora do vocabulário, como erros ortográficos, por exemplo (Mars,

2022).

Um dos principais desafios das abordagens estáticas na representação de palavras, reside

na sua incapacidade de capturar a polissemia, ou seja, a propriedade de uma palavra ter múlti-
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plos sentidos conforme o contexto em que é utilizada. Essa limitação acontece pela atribuição

de um único ponto no espaço semântico a cada palavra, afetando negativamente a precisão da

compreensão semântica em sistemas PLN que dependem dessas representações (Apidianaki,

2023). Por exemplo, a palavra “banco” pode se referir tanto à instituição financeira quanto ao

assento. Quando um modelo não distingue esses significados, palavras não relacionadas como

“dinheiro” (associada à instituição financeira) e “cadeira” (associada ao assento) podem ser re-

presentadas como vetores próximos no espaço semântico. Este exemplo é ilustrado na Figura 1.

Figura 1 – Espaço semântico com uso de representações estáticas
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Fonte: Adaptada de Mars (2022)

Por outro lado, em contraste com as representações contínuas densas, abordagens estáti-

cas baseadas em vetores de coocorrência tem maior interpretabilidade e podem apresentar uma

compreensão mais direta das características (Apidianaki, 2023; Worth, 2023).

2.3.2 Representações Vetoriais Contextualizadas

As representações estáticas se baseiam na premissa de que a frequência com que as

palavras aparecem juntas em um corpus reflete diretamente seu significado (hipótese distribu-

cional). Essa abordagem pressupõe uma distribuição uniforme de contextos, ou seja, que todos

os contextos contribuam igualmente para a definição semântica de uma palavra (Torregrossa et

al., 2021). No entanto, o corpus também é composto por palavras irrelevantes (por exemplo,

stopwords) que podem distorcer as representações. Além disso, uma mesma palavra pode ter

significados distintos dependendo do contexto (Lenci; Sahlgren, 2023, cap. 1).

Diferente dos algoritmos tradicionais de modelos estáticos como o Word2Vec, GloVe e

FastText, nas embeddings contextualizadas, as representações vetoriais das palavras são ajusta-

das dinamicamente a partir da sentença em que elas aparecem, levando a projeções mais rele-

vantes no espaço semântico (Apidianaki, 2023; Torregrossa et al., 2021). Por essa característica,

essas representações conseguem lidar com o alto grau de polissemia presente nas relações entre

as palavras (Wiedemann et al., 2019; Worth, 2023).
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Portanto, os métodos de embeddings contextualizados surgiram como uma forma de

abordar as limitações dos métodos estáticos. Esses novos métodos baseados em arquiteturas

de Redes Neurais Convolucionais (Convolutional Neural Networks; CNNs) e Redes Neurais

Recorrentes (Recurrent Neural Networks; RNNs), demonstraram grande potencial na captura

as nuances semânticas e sintáticas em tarefas do PLN (Bas et al., 2022; Worth, 2023).

Embora as CNNs tenham sido utilizadas em várias aplicações de PLN, elas apresentam

algumas desvantagens nesse domínio. Modelos com essa arquitetura não conseguem capturar

estruturas sequenciais de longo alcance nos dados e, por usarem filtros deslizantes de tamanho

fixo para as convoluções, são sensíveis à ordem das palavras e possuem dificuldade ao cap-

turar relações semânticas em sequências de comprimentos variáveis (DeepLearning.AI, 2023;

Krichen, 2023; Rodzin et al., 2022).

As RNNs são arquiteturas criadas para “lembrar” informações por um longo período

utilizando estados latentes conectados à tarefa atual (DeepLearning.AI, 2023). Um exemplo

popular da abordagem contextualizada de representações vetoriais que utiliza essa ferramenta é

a Embeddings from Large Language Models (ELMo) (Peters et al., 2018). ELMo utiliza RNNs

bidirecionais, que carregam informações tanto da próxima palavra, token ou n-gram quanto da

anterior, para gerar representações que codificam elementos contextuais e estáticos, baseados

em caracteres, permitindo que o modelo capture tanto o significado da palavra no contexto em

que ela aparece, quanto suas características morfológicas (Apidianaki, 2023; Mars, 2022).

Embora CNNs e RNNs tenham sido pioneiras nessa área, ambos os modelos enfrentam

limitações no tamanho da janela de contexto e na utilização de memória (Apidianaki, 2023;

Bas et al., 2022). Os avanços mais significativos no cenários de embeddings contextualizadas

vieram após a proposta da arquitetura Transformer (Vaswani et al., 2017), conforme ilustrado na

Figura 2, que utiliza um mecanismo de autoatenção para definir as dependências globais entre

entrada e saída em um modelo codificador-decodificador (Bas et al., 2022; DeepLearning.AI,

2023).

Os mecanismos de atenção surgiram como uma técnica para atribuir pesos de impor-

tância a diferentes elementos de uma sequência, superando as limitações das RNNs no proces-

samento de sequências longas (Raschka, 2023b). Mecanismos de atenção permitem acesso a

todos os elementos da sequência em cada etapa, determinando quais palavras são importantes

em determinado contexto, dessa forma, essa abordagem permite que os modelos foquem em in-

formações relevantes dentro de um contexto específico, ajustando dinamicamente sua influência

na saída (Raschka, 2023b; Soydaner, 2022).

A definição matemática da autoatenção – neste exemplo, a atenção com produto escalar

normalizado – utiliza três vetores para cada palavra: consulta, chave e valor, calculados pela mul-

tiplicação da entrada, x, pelas matrizes de peso Wq, Wk e Wv aprendidas durante o treinamento

(Soydaner, 2022), conforme observado na Figura 3. Os pesos da atenção ωi, j são calculados

pelo produto vetorial entre consulta e chave, multiplicados pela escala 1/
√

dk para impedir que
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Figura 2 – Ilustração da arquitetura Transformer

Fonte: Vaswani et al. (2017)

os pesos se tornem muito pequenos ou muito grandes, e normalizados aplicando a função soft-

max. Por fim, calcula-se o vetor de contexto z ponderando os valores de atenção normalizados

α com os vetores de valor (Raschka, 2023b; Soydaner, 2022).

Figura 3 – Ilustração do mecanismo de autoatenção

Fonte: Editada a partir de Raschka (2023b)

Na prática, o mecanismo de autoatenção pode ser visualizado no exemplo de Alammar

(2018b), que analisa a qual palavra o pronome “it” se refere na frase “The animal didn’t cross
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the street because it was too tired”. A Figura 4 ilustra os valores de atenção de cada bloco

(representados por cores distintas) associados ao pronome “it”. Na Figura 4a, a intensidade

da cor laranja indica a associação de “it” a “animal”, enquanto a cor verde destaca a palavra

“tired”, representando o estado do animal. A adição de camadas ou cabeças de atenção permite

o aprendizado de estruturas textuais mais complexas. A Figura 4b ilustra a incidência de sete

cabeças de atenção associadas ao “it”, demonstrando que as relações entre os tokens possuem

pesos distintos e, portanto, capturam informações distintas.

Figura 4 – Exemplo da representação da atenção com a) 2 e b) 7 cabeças

Fonte: Alammar (2018b)

Atualmente, os mecanismos de autoatenção e suas variações desempenham um papel

fundamental em modelos de linguagem de grande escala, como o Generative Pre-trained Trans-

former (GPT) (Brown et al., 2020) BERT. Esses modelos foram responsáveis por avanços sig-

nificativos em tarefas como tradução automática, análise de sentimentos, geração de texto e

perguntas e respostas (DeepLearning.AI, 2023; Worth, 2023). A aplicação dos mecanismos de

atenção tem se expandido para outras áreas, como visão computacional (Parvaiz et al., 2023)

e bioinformática (Jumper et al., 2021), demonstrando seu potencial para aprimorar a análise e

compreensão de dados complexos em diversas modalidades.

2.3.3 BERT

A arquitetura BERT, proposta por Devlin et al., (2018), é um modelo que combina a

arquitetura Transformer e os conceitos de autoatenção propostos por Vaswani et al., (2017) e

Brown et al., (2020), em conjunto com a arquitetura bidirecional do ELMo em um processo de

aprendizagem semi-supervisionada de sequências (Alammar, 2018a; Apidianaki, 2023).

O BERT foi pré-treinado em tarefas de Masked Language Model (MLM) e Next Sen-

tence Prediction (NSP). No MLM, uma parte dos tokens de entrada são aleatoriamente subs-
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tituídos por uma máscara, [MASK], e o modelo precisa prevê-la de acordo com o contexto

(Apidianaki, 2023; Torregrossa et al., 2021). Esse método é adotado para contornar os proble-

mas do condicionamento bidirecional, onde uma palavra é indiretamente influenciada por si

mesma no contexto (Alammar, 2018a; Devlin et al., 2018). No NSP, o modelo recebe pares de

sentenças e aprende a prever se a segunda é uma continuação lógica da primeira. Esse processo

auxilia o modelo a entender as relações de dependência entre as sentenças e ajustar o contexto

(Apidianaki, 2023; Mars, 2022).

O processo de tokenização do BERT faz uso do WordPiece (Wu et al., 2016), onde

as palavras são divididas em pedaços menores. As palavras mais frequentes são representadas

por um único token, enquanto as menos frequentes podem ser separadas em múltiplos pedaços

seguindo essa abordagem (Apidianaki, 2023; Wu et al., 2016). A representação final é dada pela

média das codificações dessas partes (Bommasani; Davis; Cardie, 2020). Esse processo faz com

que o modelo seja mais resiliente a palavras fora do contexto e faça representações melhores de

palavras morfologicamente complexas (Apidianaki, 2023; Worth, 2023).

2.4 Ajuste Fino

Modelos de fundação, como BERT, se destacam no PLN devido à sua capacidade de

serem adaptados a diversas tarefas específicas. Esses modelos são pré-treinados em conjuntos

de dados massivos, geralmente usando aprendizado auto-supervisionado, e adquirem um ele-

vado conhecimento da linguagem (Bommasani et al., 2021; Worth, 2023). Uma das formas de

realizar essa especialização dos modelos é através do ajuste fino (fine-tuning), um processo de

adaptação do modelo pré-treinado a tarefas específicas (Church; Chen; Ma, 2021).

O ajuste fino consiste em refinar um LLM já treinado em um vasto conjunto de dados,

utilizando um conjunto menor e específico para a tarefa em questão. Essa abordagem permite

que o modelo aproveite o conhecimento adquirido durante o pré-treinamento e o aplique a

um novo domínio, como análise de sentimento, resposta a perguntas ou tradução automática,

tornando-o mais eficiente e preciso na execução da tarefa desejada (Bommasani et al., 2021;

Yan, 2023).

A especialização em tarefas é a forma mais comum de adaptação, onde o modelo é

ajustado para otimizar seu desempenho em tarefas específicas, como sumarização de texto ou

classificação de imagens. Esse processo tem mostrado melhorias significativas em relação ao

desempenho do modelo não adaptado (Fu et al., 2023; Roth et al., 2024; Zhan; Wu; Zhang,

2024). Outros casos de uso do ajuste fino de modelos incluem a especialização em domínios

específicos, como o jurídico, e adaptação temporal para manter a base de conhecimento do

modelo atualizada (Bommasani et al., 2021; Yan, 2023). Especializar um modelo base também

permite a modularização de sistemas em modelos menores especializados em tarefas específicas

(Fu et al., 2023; Kondratyuk et al., 2020), evitando que um só modelo com ajuste fino em uma
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tarefa reduza o desempenho quando ajustado a outras (Yan, 2023).

No entanto, modelos de fundação podem alcançar milhões, bilhões ou trilhões de pa-

râmetros e realizar o ajuste fino em todos os parâmetros demanda alto custo computacional e

memória (Bommasani et al., 2021). Uma das principais formas de realizar a adaptação de mo-

delos de fundação de forma menos custosa é por meio do Ajuste Fino Eficiente de Parâmetros

(Parameter-Efficient Fine-Tuning; PEFT).

2.4.1 Ajuste Fino Eficiente de Parâmetros (PEFT)

Há diversos métodos de adaptação utilizados para reduzir os custos computacionais e

de armazenamento em modelos de fundação. As técnicas PEFT focam em modificar apenas um

pequeno subconjunto de parâmetros em um modelo, reduzindo assim a carga computacional e

os requisitos de armazenamento associados ao ajuste fino completo (Bommasani et al., 2021;

Weyssow et al., 2023). Por mais que essas abordagens sacrifiquem o desempenho pela eficiência

dos parâmetros aprendidos, alguns trabalhos reportaram resultados melhores em comparação ao

ajuste fino completo do modelo, mesmo atualizando menos que 5% dos parâmetros totais (Li;

Liang, 2021; Zaken; Ravfogel; Goldberg, 2021).

Métodos PEFT podem ser classificados por meio de seus métodos e objetivos principais.

Na Figura 5, pode-se observar a taxonomia das principais abordagens de adaptação eficiente,

são elas:

• Aditiva (Additive): Adicionam parâmetros ou pequenas camadas (adaptadores) treináveis

enquanto mantém os parâmetros do modelo base congelados. Os adaptadores (adapters)

são geralmente adicionados em pontos estratégicos como entre as camadas lineares e de

atenção (Lialin; Deshpande; Rumshisky, 2023; Zhou et al., 2024). Além dos adaptado-

res, métodos aditivos também utilizam soft-prompts, que consistem na incorporação da

descrição da tarefa ao texto de entrada, acompanhada de alguns exemplos com o mesmo

contexto (Lialin; Deshpande; Rumshisky, 2023).

• Seletiva (Selective): Abordagens que selecionam apenas um subconjunto específico de

parâmetros para serem ajustados. Isso permite focar a adaptação nos parâmetros mais

relevantes para a tarefa (Xu et al., 2023).

• Baseadas em reparametrização (Reparametrization-based): Métodos baseados em re-

parametrização modificam a estrutura do modelo, como as camadas densas, introduzindo

matrizes de baixo ranqueamento minimizando o número de parâmetros a serem treinados

(Lialin; Deshpande; Rumshisky, 2023; Xu et al., 2023). Um dos exemplos mais conhe-

cidos e mais utilizados é o Low-Rank Adaptation (LoRA) (Hu et al., 2021). Estudos

comprovam que esse método de PEFT consegue alcançar desempenhos similares aos de

ajuste completo com um número exponencialmente menor de parâmetros, menor tempo
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de treinamento e menor quantidade de recursos (Jin; Zhang; Zong, 2023; Lialin; Desh-

pande; Rumshisky, 2023).

Figura 5 – Taxonomia dos métodos de PEFT

Fonte: Lialin; Deshpande; Rumshisky (2023)

2.4.2 Low-Rank Adaptation (LoRA)

LoRA é um técnica de PEFT baseada em reparametrização usada para adaptar modelos

de grande porte pré-treinados em tarefas específicas sem precisar retreinar todos os parâmetros

do modelo base através da transformação de low-rank. Especificamente, a ideia geral do LoRA

se assemelha à Análise de Componentes Principais (Principal Components Analysis; PCA) e à

Decomposição de Vetores Singulares (Singular Vector Decomposition; SVD), onde uma matriz

de alta dimensão é aproximada através de uma matriz de menor dimensão, capturando a maior

parte da informação contida nos dados originais (Raschka, 2023a; Xu et al., 2023).

Os estudos de Aghajanyan; Zettlemoyer; Gupta, (2020) apontaram que LLMs adaptados

a novas tarefas possuem uma “dimensão intrínseca” baixa que permite decompor a matriz de

peso do modelo base em matrizes menores, preservando a maior parte da informação essencial

(Hu et al., 2021; Raschka, 2023a).

De acordo com Hu et al., (2021), a avaliação do LoRA superou outras técnicas de PEFT,

como as aditivas, e prompt e prefix tuning, em diversas tarefas e demonstrou desempenhos

superiores em comparação a modelos com ajuste fino de todas as camadas, comprovando a

eficiência desse mecanismo de adaptação.

2.5 Desafios na Utilização de Modelos de Linguagem Natural

A aplicação de soluções inteligentes no campo do PLN envolve a escolha do modelo

adequado à tarefa específica. No entanto, a complexidade da linguagem em diferentes cenários,
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somada às limitações computacionais, exige o desenvolvimento de estratégias que consigam

lidar com essas características. No cenário jurídico, por exemplo, além da utilização de concei-

tos específicos, as informações estão geralmente contidas em documentos longos e complexos,

o que dificulta a utilização de LLMs, especialmente quando os textos excedem o tamanho do

contexto que os modelos conseguem processar.

Alguns exemplos na literatura exploram o aumento do tamanho do contexto dos mode-

los modificando as dimensões dos mecanismos de autoatenção (Beltagy; Peters; Cohan, 2020;

Choromanski et al., 2022; Kitaev; Kaiser; Levskaya, 2020), ou selecionando partes do texto

com maior valor semântico por meio de um modelo avaliador secundário (Ding et al., 2020).

Contudo, o foco deste trabalho será voltado para o método de truncamento, que utiliza os pri-

meiros n tokens do corpus, sendo n o tamanho do contexto do modelo utilizado, e o método de

agrupamento, que divide o texto em partes compatíveis com o tamanho da janela de contexto,

aplica o modelo a essas partes para gerar as representações vetoriais e realiza o agrupamento

delas por meio, neste caso, da média (average pooling).

Uma das vantagens da técnica de agrupamento é a captura de representações mais com-

pletas do texto, preservando informações que poderiam ser perdidas com o truncamento. Di-

versas arquiteturas dependem dessas operações de agrupamento para combinar informações de

diferentes representações para tarefas de raciocínio em LLMs (Schockaert, 2023). No entanto,

em textos muito longos onde são necessárias muitas operações de agrupamento, além do alto

custo computacional, o pooling pode causar a perda de informação, resultando em um desem-

penho inferior nas tarefas (Chen et al., 2022; Schockaert, 2023).
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3 TRABALHOS CORRELATOS

Na medicina, modelos de linguagem específicos, como o BioBERT (Lee et al., 2020),

foram desenvolvidos para lidar com o vasto e complexo vocabulário médico. O BioBERT é

uma versão ajustada do BERT, treinada com grandes corpora de textos biomédicos, incluindo

artigos de pesquisa e documentos clínicos. Esta adaptação permite que o modelo realize tarefas

como a extração de informações de textos médicos, a classificação de documentos clínicos e

a resposta a perguntas técnicas de maneira mais eficaz (Lee et al., 2020). No campo da enge-

nharia, modelos especializados como o SciBERT (Beltagy; Lo; Cohan, 2019), são usados para

processar e interpretar literatura técnica e científica. O SciBERT, treinado em artigos de revistas

científicas e conferências, proporciona uma compreensão aprofundada de conceitos e termino-

logias específicas da engenharia, tendo desempenho superior em tarefas como a classificação

de textos científicos e a extração de informações, facilitando a análise de documentos técnicos

e patentes (Beltagy; Lo; Cohan, 2019).

Um exemplo significativo de aplicação de modelos de linguagem na área jurídica é a

classificação automática de documentos legais. Modelos como o BERT, adaptados para o con-

texto jurídico, podem categorizar grandes volumes de documentos em classes diversas, como

petições e sentenças (Carmo et al., 2023; Limsopatham, 2021). Polo et al., (2021) demonstra

que modelos treinados para domínio específico com documentos jurídicos podem alcançar alta

precisão na classificação de textos legais.

Nessa vertente, a adaptação de modelos de linguagem envolve o treinamento desses sis-

temas com grandes volumes de textos específicos, como leis, regulamentos, decisões judiciais

e literatura jurídica (Carmo et al., 2023; Naik; K; Patel, 2024). Esse processo capacita os mo-

delos a entender profundamente a linguagem e os jargões do direito, permitindo que realizem

tarefas complexas, como a classificação de documentos, a extração de informações relevantes

e a análise de precedentes judiciais. Greco e Tagarelli, (2023) evidenciam que o LegalBERT,

uma variação do BERT ajustada para legislações e casos jurídicos europeus e norte-americanos,

é altamente eficaz nessas funções.

A variação LegalBERT-pt (Silveira et al., 2023) traz um modelo com um vocabulário

de 29.794 subpalavras ajustado ao cenário jurídico brasileiro, treinado em mais de 1,5 milhão

de documentos legais, incluindo petições, petições iniciais, decisões e sentenças. Os modelos

do LegalBert-pt incluem o LegalBert-pt-FP, versão com treinamento adicional a partir do BER-

Timbau, e o LegalBert-pt-SC, focado no treinamento a partir do zero (Silveira et al., 2023).

Em outro estudo, Carmo et al., (2023) desenvolveram o trabalho que apresentou o Bum-

baBert para a construção de modelos embeddings orientados ao âmbito jurídico visando ali-

mentar aplicações na área. Os dados de treinamento dos modelos foram compostos por acór-

dãos e petições iniciais de diversos segmentos do ordenamento brasileiro, incluindo dados do

TJMA (Carmo et al., 2023). Com vocabulário composto por 32.758 subpalavras, os modelos
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BumbaBert-FT, ajustado a partir de um modelo BERTimbau, e BumbaBert-SC, treinado do

zero, exibem resultados satisfatórios na classificação de documentos jurídicos.

No estudo de Wang, Nulty e Lillis, (2020), modelos BERT foram utilizados como base

para construir arquiteturas voltadas à rotulagem de sequências (sequence labeling) para extra-

ção de entidades nomeadas utilizando dados jurídicos brasileiros para avaliação dos modelos.

Em relação à extração de entidades, Batista et al., (2021) avaliaram o impacto de diferentes em-

beddings em petições iniciais da justiça brasileira. Os resultados indicaram que o agrupamento

(pooling) de embeddings de caracteres obteve os melhores resultados. Dal Pont et al., (2020)

analisaram o impacto da especificidade e do tamanho do corpus no treinamento de embeddings

aplicados a dados jurídicos brasileiros, mostrando que textos menores capturam melhor as es-

pecificidades de um ramo específico da justiça, como processos de transporte aéreo, enquanto

corpus maiores tendem a produzir resultados melhores de forma geral.

Naik e Patel (2024) enfatizam a importância da busca semântica em documentos legais,

combinando NER com classificação semântica para melhorar a eficiência da busca. De Martino,

Pio e Ceci (2022) propõem o método Paragraph Regularities Identification in Legal Judgments

(PRILJ) para auxiliar especialistas jurídicos na redação de documentos. O PRILJ envolve o

treinamento de um modelo de incorporação de documentos e parágrafos utilizando modelos

embeddings e técnicas de agrupamento.

A classificação automática de documentos processuais é outra área de destaque, com

iniciativas como o Hércules do Tribunal de Justiça de Alagoas e o LEIA Petições Intermediárias,

que facilitam a gestão documental e a celeridade processual (Vianna; De Moura; Da Silva,

2023). Outros Tribunais também adotaram classificadores de documentos, como o Tribunal de

Justiça do Amapá com o Tucujuris IA, o Tribunal de Justiça de Goiás com o Berna, e o Tribunal

de Justiça de Pernambuco com a Elis.

Nos Tribunais Superiores, um dos primeiros e mais promissores projetos de IA no âm-

bito jurídico, a IA Victor (Maia Filho; Junquilho, 2018), apoia a análise de admissibilidade de

recursos no STF, agrupando processos por similaridade de temas e identificando novas contro-

vérsias (STJ, 2021; Valle; Fuentes I Gasó; Ajus, 2024) agilizando a tramitação de processos ao

sugerir automaticamente vinculações a temas de Repercussão Geral.

Textos jurídicos são frequentemente longos, complexos e escritos em um jargão espe-

cífico que pode ser de difícil compreensão para o público em geral. Além disso, um único do-

cumento pode abordar uma variedade de temas distintos (Vianna; De Moura; Da Silva, 2023).

A organização desses textos requer o desenvolvimento de técnicas computacionais capazes de

extrair conhecimento de documentos que são, em grande parte, não estruturados e complexos,

revelando temas que muitas vezes são implícitos e desconhecidos, especialmente considerando

a natureza dinâmica do universo jurídico.

Um resumo dos trabalhos correlatos alinhados ao domínio jurídico é apresentado na
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Tabela 1

Tabela 1 – Resumo dos trabalhos correlatos

Autor Modelo Descrição

(STF, 2017) Victor Análise dos recursos extraordinários
recebidos de todo o país, especial-
mente em relação a sua classificação
em temas de repercussão geral de
maior incidência.

(Batista et al., 2021) - Análise da utilização de técnicas de
extração de entidades nomeadas para
melhorar a identificação e extração
de informações em petições iniciais,
avaliando diferentes combinações de
representações vetoriais em modelos
BiLSTM-CRF e destacando a eficácia
do empilhamento de incorporações de
caracteres.

(Pio; Ceci, 2022) PRILJ Redação de documentos jurídicos en-
volvendo incorporação de textos com
modelos embeddings e técnicas de
agrupamento

(Silveira et al., 2023) LegalBert-pt-FP,
LegalBert-pt-SC

Modelo de linguagem especializado
pré-treinado com 1,5 milhão de docu-
mentos legais de tribunais brasileiros

(Carmo, 2024) BumbaBert-base-FT,
BumbaBert-base-SC,
BumbaBert-small-SC

Modelos de linguagem especializados
pré-treinados com 5,4 milhões de do-
cumentos legais de tribunais brasilei-
ros, incluindo o TJMA

(Autor, 2024) - Modelos BumbaBert-small-SC e
LegalBert-pt-FP ajustados ao domí-
nio jurídico por meio de PEFT para
classificação de sentenças judiciais,
analisando os resultados da classi-
ficação por meio de experimentos
com truncamento e agrupamento de
documentos

Fonte: De autoria própria
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4 MATERIAIS E MÉTODOS

4.1 CROSS-INDUSTRY STANDARD PROCESS FOR DATA

MINING (CRISP-DM)

A metodologia mais completa para trabalhos em mineração de dados é a Cross-Industry

Standard Process For Data Mining (CRISP-DM). Essa metodologia é estruturada em um con-

junto de processos que estabelecem uma abordagem sistematizada e cíclica para guiar projetos

de mineração e ciência de dados (Martinez-Plumed et al., 2021). A metodologia foi adotada

neste projeto devido à sua natureza prática e adaptável. Segundo Wirth e Hipp (2000), o pro-

cesso é dividido em seis etapas: (i) entendimento do negócio, (ii) entendimento dos dados, (iii)

preparação dos dados, (iv) modelagem, (v) avaliação e (vi) entrega.

• Entendimento do negócio: Compreender os objetivos e requisitos do projeto do ponto

de vista do negócio e desenvolver um plano preliminar para alcançá-los;

• Entendimento dos dados: Identificação da fonte de coleta dos dados e análise explorató-

ria deles para determinação dos atributos e possíveis padrões de agrupamento;

• Preparação dos dados: Preparação dos dados para construir o conjunto final. Essa etapa

envolve a seleção de características, limpeza, transformação e criação de atributos deriva-

dos.

• Modelagem: Geração de testes e seleção das técnicas de modelagem e ajuste de parâme-

tros que se adequem aos dados preparados na etapa anterior.

• Avaliação: Avaliação do modelo com base nas etapas anteriores para garantir que ele está

ajustado aos objetivos do negócio e tenha resultados satisfatórios.

• Entrega: Etapa de monitoramento, manutenção, organização e apresentação dos resulta-

dos.

A Figura 6 proporciona uma visão das fases da metodologia CRISP-DM, indicando sua

natureza cíclica pelo arco externo e como cada etapa se relaciona com as outras dentro desse

processo iterativo.

A estrutura do CRISP-DM permite que as fases sejam revisitadas e ajustadas conforme

necessário, garantindo uma compreensão clara do negócio e a construção de modelos alinhados

aos objetivos estabelecidos. Assim, os próximos tópicos apresentam a aplicação do CRISP-DM

nesse projeto.
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Figura 6 – Fases da metodologia CRISP-DM
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Fonte: Adaptada de Wirth; Hipp (2000)

4.1.1 Entendimento do Negócio

O sistema judiciário brasileiro enfrenta um acúmulo significativo de processos penden-

tes, muitos dos quais envolvem questões jurídicas semelhantes. A falta de uniformização das

decisões judiciais, especialmente em tribunais de diferentes instâncias, gera insegurança jurí-

dica e compromete a celeridade processual. A classificação eficiente de precedentes judiciais

sobrestados, que orientam a resolução de mesma tese, é crucial para garantir a previsibilidade

das decisões e a agilidade do sistema.

Um dos principais desafios no desenvolvimento de soluções para esse cenário, discutido

em capítulos anteriores, é a característica específica e complexa que os documentos jurídicos

apresentam. Vocabulário próprio e textos extensos são exemplos dessas particularidades, que

dificultam a utilização de modelos que utilizem embeddings estáticas.

Dessa forma, o desenvolvimento de uma solução para a classificação de sentenças judi-

ciais utilizando modelos de representações vetoriais dinâmicas, baseadas na arquitetura Trans-

former, podem auxiliar na identificação de temas e na classificação de precedentes de forma

mais eficiente e precisa ao especificar padrões complexos na linguagem jurídica. Assim, esses

modelos contribuirão para a redução da morosidade processual, o aumento da eficiência na

resolução dos casos e o aumento da segurança jurídica.
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4.1.2 Entendimento dos Dados

O conjunto de dados é composto por 9.195 sentenças jurídicas do TJMA, anotadas

por pesquisadores do Laboratório de Inteligência Computacional e Programação por meio de

expressões regulares que buscavam no conteúdo dos documentos a correspondência tanto pelas

citações à “IRDR”, “RR” e “RG” quanto pelos números oficiais dos precedentes fixados e seus

temas. A Tabela 2 ilustra as informações das amostras dos dados anotados.

Tabela 2 – Distribuição dos dados anotados para precedentes jurídicos

Tópico Amostras Incidência (%)

IRDR 7812 84,96
RR 1336 14,53
RG 47 0,51

Total 9195 100

Fonte: De autoria própria

É exibido na tabela que a grande maioria (84,96%) das amostras pertencem ao IRDR,

indicando um grande desbalanceamento no conjunto de dados. É destacado na Figura 7 o gráfico

do diagrama de caixa que ilustra a distribuição do número de palavras das sentenças jurídicas

através dos três precedentes.

Figura 7 – Diagrama de caixa das contagens de palavras por precedentes
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Fonte: De autoria própria

Os temas IRDR e RR tendem a ter textos mais longos em comparação com o tema RG. O

IRDR apresenta maior variabilidade na distribuição de palavras, enfatizada pela quantidade de

outliers. A distribuição para o RR parece mais compacta, sugerindo menor variabilidade para a
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quantidade de palavras. No entanto, a análise se torna inconclusiva pela quantidade insuficiente

de amostras.

Com isso, para a avaliação final do projeto, serão considerados somente precedentes

jurídicos do IRDR. Com base na extração por meio das expressões regulares, dos 11 temas

admitidos pelo Núcleo de Gerenciamento de Precedentes (NUGEP) do TJMA para o IRDR,

apenas 7 foram classificados pelo extrator. Na Tabela 5, pode-se observar as informações sobre

as teses admitidas.

Tabela 3 – Informações das teses admitidas para o IRDR

Tema Número oficial Descrição

TEMA 01 17.015/2016 Revisão de reajuste do percentual de 21,7% aos
servidores estaduais

TEMA 02 22.965/2016 Revisão de reajuste do percentual de 6,1% aos
servidores estaduais

TEMA 03 48.732/2016 Candidatos excedentes em concurso público
para professor do Estado

TEMA 04 3.043/2017 Descontos de tarifas em conta bancária de bene-
ficiários do INSS

TEMA 05 53.983/2016 Empréstimos consignados
TEMA 07 54.699/2017 Honorários sucumbenciais na execução indivi-

dual
TEMA 08 0801095.52.2018.8.10.0000 Prescrição nas ações de promoção de militares

Fonte: TJMA ([s. d.])

Na Tabela 4, estão dispostas a frequência e a incidência percentual dos dados anotados

para cada um dos temas do IRDR. A distribuição desigual de amostras entre os temas pode

ter implicações no treinamento do modelo, apresentando vieses em relação aos temas 1 e 5 e

desempenho inferior na classificação dos outros temas.

Tabela 4 – Distribuição dos dados anotados para os temas do IRDR

Tema Amostras Incidência (%)

01 2944 37,69
02 64 0,82
03 348 4,45
04 39 0,50
05 3724 47,67
07 362 4,63
08 331 4,24

Total 7812 100

Fonte: De autoria própria



35

O diagrama de caixa apresentado na Figura 8 indica que o número de palavras varia

consideravelmente por tema do IRDR. Os temas 1 e 5 representam a maior parte do conjunto

de dados para os IRDRs e a quantidade de outliers indica que algumas sentenças possuem mais

palavras que outras.

Figura 8 – Diagrama de caixa das contagens de palavras por temas no IRDR
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Fonte: De autoria própria

4.1.3 Preparação dos Dados

Neste estudo, a etapa de processamento dos dados consistiu na remoção de espaços ex-

tras, remoção de textos no conjunto de dados com menos de 20 caracteres para excluir amostras

que indicavam a não existência de sentenças como “o processo não existe”, e a estratificação

para contornar o desbalanceamento dos dados.

A escolha do processamento mínimo se fundamenta no fato de que os tokenizadores

pré-treinados dos modelos disponibilizados pelo HuggingFace1 já desempenham as principais

etapas de pré-processamento como a normatização do texto, adição de tokens especiais, geren-

ciamento to truncamento e padding.

Depois de aplicar o processo de tokenização, o conjunto apresentou um aumento signi-

ficativo de dados de entrada em comparação à quantidade de palavras na Figura 8. Essa nova

distribuição é apresentada na Figura 9.

1 https://huggingface.co/
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Figura 9 – Distribuição de tokens por tema para cada modelo
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Fonte: De autoria própria

Ao analisar a imagem, verifica-se uma pequena diferença na quantidade de tokens ge-

rados pelos dois modelos. O LegalBert-pt utiliza o WordPiece para a tokenização, enquanto o

BumbaBert-small usa a técnica de Byte-Pair Encoding (BPE). Ambos são métodos de tokeni-

zação usados no PLN, mas funcionam de formas distintas ao segmentar o texto em subpalavras.

O BPE tende a produzir mais tokens do que o WordPiece devido ao seu processo de mescla-

gem baseada em frequência de caracteres, que pode gerar uma quantidade maior de subpalavras

(Zouhar et al., 2023).

4.1.4 Modelagem

Para a modelagem, optou-se pela utilização dos modelos LegalBERT-pt FP 2 e BumbaBert-

SC-Small, por terem sido pré-treinados em textos jurídicos que se adequem ao cenário encon-

trado neste trabalho. O treinamento desses modelos em dados jurídicos amplia sua capacidade

de entender e processar o conteúdo específico do cenário.

Um dos desafios encontrados na etapa de entendimento dos dados foi o desbalancea-

mento das amostras. Para lidar com esse problema, utilizou-se a função de perda por entropia

cruzada com ponderação das amostras. Essa técnica consiste em atribuir pesos maiores às perdas

associadas às amostras das classes minoritárias, com os pesos sendo definidos como o inverso

do número de amostras de cada classe. Essa técnica é extensivamente utilizada na literatura

(Carry et al., 2021; Dang et al., 2024; Metten et al., 2022), como uma forma de lidar com o

desbalanceamento de dados.

Para o ajuste fino dos modelos, empregou-se o método PEFT com a utilização da técnica

2 https://huggingface.co/raquelsilveira/legalbertpt_fp
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LoRA. A configuração dos parâmetros pelos testes foi definida para a melhor otimização do

modelo. No LoRA, o parâmetro de rank para os dois modelos foi de 128 com fator de escala

α de 8. Além disso, um dropout de 10% foi aplicado para lidar com o sobreajuste. A Tabela 5

fornece os dados sobre as informações dos modelos.

Tabela 5 – Especificações técnicas dos modelos e parâmetros treináveis

Modelo Contexto Parâmetros Parâmetros treináveis (LoRA)

LegalBERT-pt FP 512 114 M 4,15 %
BumbaBert-SC-Small 512 44 M 3,60 %

Fonte: De autoria própria

Para o treinamento, a taxa de aprendizado foi fixada em 5×10−4 com estratégia de agen-

damento para a redução da métrica quando o modelo parar de melhorar – alcançar o plateau – e

o tamanho do lote em 16. O treinamento consistiu em 40 épocas realizado em ponto flutuante de

16 bits, que reduz o uso de memória e acelera o treinamento sem perda significativa de precisão.

Foi implementado o decaimento de peso de 0.01 para regularizar o modelo e monitoramento

pela métrica F1 do conjunto de avaliação. As características e identificações dos experimentos

realizados neste trabalho estão dispostos na Tabela 6.

Tabela 6 – Descrição dos modelos e técnicas dos experimentos

Modelo base Estratégia Identificador

Pooling sem PEFT LB-P-SFT
LegalBERT-pt-FP Truncamento sem PEFT LB-T-SFT

Truncamento com PEFT LB-T-FT

Pooling sem PEFT BB-P-SFT
BumbaBert-small-SC Truncamento sem PEFT BB-T-SFT

Truncamento com PEFT BB-T-FT

Fonte: De autoria própria

4.1.4.1 Modelos de Classificação

Tendo obtido as embeddings que capturam as características semânticas dos documen-

tos, o próximo passo consiste em utilizar essas representações vetoriais como entrada para mo-

delos de classificação. O principal objetivo dessa etapa é explorar o potencial discriminativo

dos modelos em atribuir a cada documento um dos 7 temas definidos no conjunto de dados.

Diversos estudos indicam que soluções baseadas em ML superam métodos estatísticos

tradicionais em tarefas de classificação, especialmente em dados complexos. Com o aumento

do poder computacional, a qualidade dos padrões reconhecidos por esses sistemas inteligentes

também aumentou (Boateng; Otoo; Abaye, 2020; Gebović et al., 2023). Dentre esses algoritmos
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Random Forests (RF), k-Nearest Neighbors (kNN) e NNs se destacam como os mais utilizados

e comumente apresentam as melhores métricas de avaliação (Boateng; Otoo; Abaye, 2020).

Para este projeto, os classificadores RF, kNN e NN foram instanciados com seus parâ-

metros padrão. No caso do kNN, o número de vizinhos foi ajustado para 10 após um processo

de busca manual de hiperparâmetros. A arquitetura da NN consistiu em apenas uma camada

oculta e foi treinada por 10 épocas para cada lote.

4.1.5 Avaliação dos Resultados

A avaliação dos resultados obtidos neste estudo foi conduzida por meio de um conjunto

de métricas consolidadas no campo da aprendizagem de máquina para quantificar a qualidade

das predições em tarefas de classificação, a saber: acurácia e F1-macro. O cálculo das métri-

cas utiliza o número de casos verdadeiros positivos (TP), verdadeiros negativos (TN), falsos

positivos (FP) e falsos negativos (FN).

A acurácia indica a proporção de predições corretas em relação ao total de amostras,

oferecendo uma visão geral do modelo. Embora seja uma medida útil, a acurácia pode ser

insuficiente em cenários com classes desbalanceadas, onde o modelo pode alcançar alta acurácia

favorecendo a classe majoritária. Seu cálculo é definido por:

ACC =
T P+T N

T P+T N +FP+FN

A métrica F1-macro é útil para avaliar tarefas de classificação com classes desbalancea-

das, pois é a média harmônica entre precisão e sensibilidade (recall), dando importância a todas

as classes, independente de sua frequência. Seu cálculo é dado por:

F1macro =
1
N

N

∑
i=1

2PiRi

Pi +Ri

onde Pi é a precisão, que mede a proporção de verdadeiros positivos em relação ao total

de positivos previstos pelo modelo, calculada por:

Pi =
T Pi

T Pi +FPi

e Ri é a sensibilidade, medida de proporção entre os verdadeiros positivos em relação

ao total de positivos reais, definida por

Ri =
T Pi

T Pi +FNi

4.1.6 Entrega

A entrega dos resultados consistirá na produção deste trabalho, apresentando o desen-

volvimento de considerações acerca dos resultados obtidos.
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4.2 Tecnologias Utilizadas

Esta seção descreve as tecnologias empregadas no desenvolvimento deste projeto, deta-

lhando as ferramentas e bibliotecas que sustentaram cada etapa, desde o pré-processamento de

dados até a avaliação dos modelos.

Para a leitura e transformação dos dados, utilizou-se a biblioteca Pandas, enquanto as

operações numéricas e a manipulação de vetores foram realizadas com o auxílio do NumPy. A

visualização gráfica dos resultados foi obtida por meio das bibliotecas Matplotlib e Seaborn.

As soluções de classificação de textos longos, utilizando técnicas de truncamento e po-

oling, foram conduzidas com a biblioteca BELT3 (BERT for Longer Texts). Os modelos pré-

treinados baseados em BERT e seus tokenizadores, utilizados nessa biblioteca, foram carrega-

dos do hub do HuggingFace 4.

A implementação de um classificador com rede neural rasa e a adaptação da função

de perda para o cenário de classes desbalanceadas foram realizadas com a biblioteca PyTorch.

Além disso, os classificadores tradicionais kNN e RF, bem como as funções de cálculo de

métricas foram implementados utilizando a biblioteca Scikit-Learn 5.

O ajuste fino dos modelos foi aprimorado com a técnica PEFT, utilizando a abordagem

LoRA, implementada pela biblioteca PEFT 6. Para uma configuração flexível e eficiente do

treinamento e o monitoramento das métricas, utilizou-se a biblioteca Trainer 7, integrada com

o Weights & Biases para rastreamento dos resultados.

Os experimentos foram conduzidos em diferentes ambientes computacionais para oti-

mizar o uso dos recursos. Os testes de truncamento foram realizados na plataforma Kaggle,

utilizando uma GPU P100, enquanto o ajuste fino e os testes de pooling foram executados na

plataforma Google Colab Pro, que disponibiliza uma GPU A100. Os experimentos finais foram

conduzidos no Laboratório de Inteligência Computacional e Programação (LINCProg).

3 https://github.com/mim-solutions/bert_for_longer_texts
4 https://huggingface.co/models
5 https://scikit-learn.org/stable/modules/generated/sklearn.metrics.classification_report.html
6 https://huggingface.co/docs/peft/index
7 https://huggingface.co/docs/transformers/en/main_classes/trainer
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5 RESULTADOS E DISCUSSÕES

Neste capítulo, são apresentados e discutidos os resultados obtidos a partir das experi-

mentações realizadas com os modelos de linguagem ajustados ao contexto do projeto. A análise

visa avaliar não apenas o desempenho dos modelos em termos de métricas quantitativas, como

acurácia e F1-macro, mas também interpretar esses resultados levando em consideração os ob-

jetivos estabelecidos no capítulo anterior.

A Tabela 7 fornece dados sobre o comparativo do desempenho dos diferentes modelos

e classificadores com base nas métricas de acurácia (ACC) e F1-macro.

Tabela 7 – Desempenho dos modelos LegalBert-pt e BumbaBert com diferentes classificadores

Modelo
NN kNN RF

ACC F1-macro ACC F1-macro ACC F1-macro

BB-P-SFT 0.78 0.56 0.80 0.54 0.80 0.57
BB-T-SFT 0.69 0.45 0.80 0.53 0.81 0.55
BB-T-FT 0.81 0.57 0.83 0.58 0.82 0.55
LB-P-SFT 0.78 0.49 0.78 0.51 0.78 0.53
LB-T-SFT 0.80 0.52 0.81 0.54 0.81 0.54
LB-T-FT 0.82 0.62 0.83 0.61 0.83 0.58
Média 0.78 0.54 0.81 0.55 0.81 0.55
Desvio Padrão ±0.05 ±0.06 ±0.02 ±0.04 ±0.02 ±0.02

Fonte: De autoria própria

Os resultados indicam que, em termos de acurácia, os modelos com ajuste fino PEFT

(BB-T-FT e LB-T-FT) apresentam desempenho superior às suas versões não ajustadas. O mo-

delo LB-T-FT alcança a maior acurácia (83%) com os classificadores RF e kNN. Quanto ao

F1-macro, observa-se um padrão similar, com os modelos ajustados com PEFT superando os

modelos sem ajuste fino, exceto para o BB-P-SFT usando o classificador RF, que obteve melho-

res resultados de F1-macro sem o ajuste fino.

A análise da média dos resultados de acurácia para cada classificador revela que tanto o

kNN quanto o RF apresentam desempenhos ligeiramente superiores, enquanto o desvio padrão

do NN sugere uma maior variabilidade nos resultados. Adicionalmente, a métrica F1-macro

mostra uma variação mais ampla, especialmente com o NN, indicando que este classificador

é mais sensível às diferenças nas distribuições das classes. O RF, por sua vez, demonstrou a

menor variabilidade nos resultados, com desvios padrão de 0,02 para ambas as métricas.

Observa-se que, sem a utilização de PEFT, o modelo base BumbaBert com pooling (BB-

P-SFT) apresentou desempenhos iguais ou superiores em relação ao modelo com truncamento

(BB-T-SFT) em quase todos os classificadores e métricas avaliadas, exceto na acurácia com

o RF. Por outro lado, o modelo LegalBert-pt exibiu desempenhos inferiores com pooling em

comparação com os modelos com truncamento.
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Comparando os dois modelos, o BumbaBert com pooling sem PEFT (BB-P-SFT) mos-

trou resultados superiores ao LegalBert-pt no mesmo cenário (LB-P-SFT) para todos os clas-

sificadores. Em relação às técnicas de truncamento, o LegalBert-pt apresentou resultados mais

promissores com PEFT (LB-T-FT) e sem PEFT (LB-T-SFT) em comparação com os modelos

BumbaBert (BB-T-FT e BB-T-SFT) para todos os classificadores. Esses resultados indicam que,

no contexto deste trabalho, considerando o domínio específico e a distribuição dos dados abor-

dados no capítulo anterior, a técnica de truncamento, que considera os primeiros 512 tokens,

tende a ser mais eficaz para a classificação das sentenças jurídicas conforme os temas do IRDR.

Além disso, os modelos ajustados com PEFT oferecem uma melhoria consistente no desempe-

nho, especialmente quando combinados com o classificador RF e o modelo base LegalBert-pt.

A Figura 10 proporciona uma visão da evolução das principais métricas de desempenho

ao longo das épocas durante o treinamento dos adaptadores LoRA. A figura revela um aumento

gradual nos valores de F1, precisão e recall ao longo das iterações, o que indica uma adaptação

eficaz do modelo, embora a melhoria seja mais evidente nas primeiras fases do treinamento.

Ambos os modelos exibem comportamentos bastante semelhantes nos gráficos, com exceção

do LegalBert, que apresenta flutuações mais acentuadas na curva do erro de validação.

Figura 10 – Desempenho e perdas por época do LegalBert-pt (esquerda) e BumbaBert (direita)
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Fonte: De autoria própria

Apesar do desafio que o desbalanceamento do conjunto de dados representa para a mo-

delagem, o ajuste fino com LoRA resultou em melhorias significativas no desempenho dos

modelos, evidenciado pelo aumento nas métricas de avaliação. As matrizes de confusão, apre-

sentadas nos Apêndices A e B, ilustram a acurácia dos modelos ajustados LegalBert-pt e Bum-

baBert, respectivamente, para cada tema do IRDR e classificador. Observa-se que, para ambos

os modelos, algumas classes, como os temas 1, 5, 7 e 8, foram classificadas com sucesso, en-

quanto outras, como os temas 2, 3 e 4, apresentaram um maior número de erros, sugerindo

que o desbalanceamento significativo do conjunto de dados limita a capacidade dos modelos de

classificar corretamente as classes minoritárias.
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6 CONSIDERAÇÕES FINAIS

O uso de modelos de linguagem na área jurídica demonstra potencial para aprimorar a

eficiência no sistema judicial brasileiro, que enfrenta um grande volume de processos pendentes.

A evolução no desenvolvimento de modelos especializados em domínios jurídicos visa melhorar

a precisão na interpretação de textos legais, levando em conta as particularidades do vocabulário

e estilo formal. No entanto, essa tendência apresenta desafios como a complexidade e tamanho

de documentos jurídicos e a necessidade de adaptação dos modelos a contextos específicos.

Assim, este trabalho descreveu o processo de treinamento e avaliação dos modelos de

linguagem LegalBert-pt e BumbaBert ajustados por meio da técnica de reparametrização LoRA

para o domínio legal, bem como diferentes abordagens de processamento, incluindo o agrupa-

mento e truncamento, com foco na classificação de IRDRs em sentenças jurídicas.

Os resultados demonstraram que o ajuste fino com PEFT é uma abordagem eficaz para

melhorar o desempenho de modelos em tarefas dentro do contexto jurídico. Em específico, o

modelo LegalBert-pt ajustado com PEFT e combinado com o classificador RF, apresentou os

melhores resultados em termos de acurácia e F1-macro. No entanto, também foi identificado

que o desbalanceamento do conjunto de dados pode ter afetado a capacidade dos modelos de

classificar corretamente as classes minoritárias (temas 2, 3 e 4), visto através da análise indivi-

dual de acurácia.

Além disso, a comparação entre os diferentes modelos e classificadores indica que a

escolha da técnica de processamento de texto pode influenciar o desempenho dos modelos. No

contexto específico deste estudo, a técnica de truncamento dos primeiros 512 tokens demonstrou

ser mais eficaz na classificação dos temas jurídicos quando combinada com o modelo base

LegalBert-pt.

6.1 Limitações do Estudo

Este estudo apresenta bons resultados na aplicação de modelos de linguagem ajustados

ao contexto jurídico para a classificação de IRDRs, mas também enfrenta algumas limitações

que precisam ser consideradas. Uma das principais restrições é o desbalanceamento significa-

tivo do conjunto de dados utilizado que impacta negativamente o desempenho dos modelos,

especialmente na classificação de classes minoritárias. Apesar da utilização de técnicas como

estratificação e ponderação de classes na função de perda, o desbalanceamento persiste como

um fator limitante para a capacidade de generalização dos modelos.

Embora o conjunto de dados contenha um número razoável de amostras (7812), um con-

junto consideravelmente maior e mais diversificado poderia ampliar a aprendizagem de padrões.

Adicionalmente, a dependência de anotações automatizadas por meio de expressões regulares,

sem a avaliação de profissionais da área jurídica, pode ter introduzido vieses e variações nas
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interpretações das categorias.

6.2 Trabalhos Futuros

Este trabalho explorou o potencial de modelos de linguagem baseados em BERT para a

classificação automatizada de incidentes repetitivos no contexto jurídico. No entanto, ainda há

diversas oportunidades de aprofundamentos.

Pesquisas futuras podem abordar o (i) desbalanceamento de classes através de técnicas

de rebalanceamento, além de (ii) expandir e diversificar o conjunto de dados para melhorar a

generalização dos modelos. A (iii) exploração dos outros modelos da família BumbaBert e (iv)

arquiteturas mais avançadas de modelos modernos com mais parâmetros e maiores janelas de

contexto, como os das versões Llama (Touvron et al., 2023) e Gemma (Google, 2024), e a (v)

otimização de parâmetros também são caminhos a se considerar.

A utilização de técnicas de (vi) Retrieval-Augmented Generation (RAG) (Lewis et al.,

2021) e (vii) buscas semânticas em combinação com a (viii) utilização de modelos para extração

dos conteúdos mais importantes dentro dos documentos para a diminuição das informações de

contexto, também são alternativas para melhorias de desempenhos das soluções para o cenário

desta pesquisa.
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APÊNDICE A – MATRIZES DE CONFUSÃO PARA O

MODELO LEGALBERT-PT

Figura 11 – Desempenhos do LegalBert-pt por classificador
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APÊNDICE B – MATRIZES DE CONFUSÃO PARA O

MODELO BUMBABERT

Figura 12 – Desempenhos do BumbaBert por classificador
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