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RESUMO

Em todo o mundo, o câncer de mama é o câncer mais comumente diagnosticado em
mulheres. A detecção precoce desse tipo de câncer pode ajudar as mulheres a terem
um tratamento mais adequado, consequentemente, reduzir a taxa de mortalidade. Hoje
existem várias técnicas e algoritmos para o diagnóstico e rastreamento do câncer de mama,
mas ainda são amplamente estudadas técnicas que proporcionam maior agilidade no
diagnóstico e precisão nos resultados. A termografia é uma técnica recente para registrar
a imagem da mama, medindo a temperatura com base na radiação infravermelha, e
vem sendo um atrativo para pesquisas, pois a termografia se destaca como uma técnica
capaz de superar as limitações da mamografia. Nesse contexto, o objetivo desse estudo
é propor uma metodologia baseada em redes neurais convolucionais para processar um
conjunto de dados de entradas de imagens térmica de mama, a fim de classificar pacientes
saudáveis e com câncer de mama corretamente. Os dados foram obtidos do Database
For Mastology Research (DMR), com um total de 5.602 imagens divididas em 80% para
treinamento e 20% para validação. Nos testes foram utilizadas 16 arquiteturas diferentes.
Outros parâmetros testados com estas arquiteturas foram os otimizadores SGD e Adagrad,
variando o número de épocas em 20, 30 e 40. Os melhores resultados foram com as
arquiteturas InceptionResNetV2, Xception e DenseNet121 respectivamente com acurácia
de 97,59%, 97,41% e 97,06%.

Palavras-chave: Câncer, Diagnóstico, Imagem Térmica, Rede Neural Convolucional.



ABSTRACT

Worldwide, breast cancer is the most commonly diagnosed cancer in women. Early detection
of this type of cancer can help women to have a more appropriate treatment, consequently
reducing the mortality rate. Today, there are several techniques and algorithms for the
diagnosis and screening of breast cancer, but techniques that provide greater diagnostic
agility and precision in results are still widely studied. Thermography is a recent technique
to record the image of the breast, measuring the temperature based on infrared radiation,
and has been an attraction for research, since thermography stands out as a technique
capable of overcoming the limitations of mammography. In this context, the objective of
this study is to propose a methodology based on convolutional neural network to process
a data set of thermal breast image inputs, in order to classify healthy and breast cancer
patients correctly. Data were obtained from Database For Mastology Research (DMR),
with a total of 5,602 images divided into 80% for training and 20% for validation. In the
tests, 16 different architectures were used. Other parameters tested with these architectures
were the SGD and Adagrad optimizers, varying the number of times in 20, 30 and 40. The
best results were with the InceptionResNetV2, Xception and DenseNet121 architectures
respectively with an accuracy of 97.59%, 97.41% and 97.06%.

Keywords: Cancer, Diagnosis, Thermal Image, Convolutional Neural Network.
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1 INTRODUÇÃO

O câncer de mama é a principal causa de mortalidade por câncer entre as
mulheres (ZULUAGA-GOMEZ et al., 2020), sendo o tipo de câncer mais comum no Brasil.
Há uma estimativa de 66.280 novos casos de câncer de mama em 2020, que representa
cerca de 29,7% de todos os novos casos de câncer estimados em mulheres no Brasil, mas
também em 2018 no Atlas de Mortalidade por Câncer, 17.572 mulheres morreram (INCA,
2020). A detecção precoce do câncer de mama possui grande valia para aumentar a taxa
de cura e sobrevivência de um paciente, sendo considerada a etapa mais importante na
redução das complicações dessa doença (EKICI; JAWZAL, 2020).

Atualmente, as técnicas de imagem como mamografia, ultrassonografia e resso-
nância magnética são as principais técnicas de rastreamento precoce do câncer de mama
(ZULUAGA-GOMEZ et al., 2020). O método de rastreamento do câncer de mama mais
usado é a mamografia. No entanto, esse método possui baixa eficiência para pacientes
jovens, por causa das mamas densas. Porém, novos métodos surgiram nos últimos anos para
melhorar detecção do câncer de mama de forma precoce, como a termografia (RECINELLA
et al., 2019). Dessa maneira, ao contrário de outras modalidades, a termografia é uma
técnica de imagem totalmente não invasiva e sem contato, livre de radiação e de baixo
custo, além de ser bastante utilizada na área médica, sendo uma alternativa para detectar
lesões de câncer em diversos tipos de mamas. A termografia se destaca por ser uma técnica
capaz de superar as limitações encontradas na mamografia para o diagnóstico mais preciso
nas imagens (EKICI; JAWZAL, 2020; ZULUAGA-GOMEZ et al., 2020).

Normalmente, essas novas tecnologias, como a termografia, são acopladas em
sistemas de Computer-Aided Diagnosis (CAD), na qual é uma ferramenta computacional
capaz de identificar padrões em muitos tipos de dados de uma base de dados. E assim,
várias equipes de pesquisa estão mensurando o impacto dos sistemas CAD no diagnóstico
de pacientes com câncer de mama (ZULUAGA-GOMEZ et al., 2020).

Como a detecção precoce do câncer de mama, as chances de tratamento e
cura aumenta, contribuindo para diminuir essa taxa de mortalidade. Atualmente, vem
surgindo novas metodologias não invasiva para detecção automática do câncer de mama
usando algoritmos de processamento de imagens e técnicas de aprendizado de máquina
(RECINELLA et al., 2019; EKICI; JAWZAL, 2020; ZULUAGA-GOMEZ et al., 2020).
Assim, muitos trabalhos passaram a usar Redes Neurais Convolucionais aplicadas às
imagens médicas para o diagnóstico de câncer de mama, sendo hoje, uma das principais
técnicas de reconhecimento de padrões em imagens.

Neste trabalho, é proposto um método de diagnóstico não invasivo usando
Redes Neurais Convolucionais para detectar o câncer de mama através de imagens térmicas,
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comparando diferentes arquiteturas para mostrar a sua eficiência na detecção do câncer de
mama.

1.1 Objetivos

A seguir é apresentado o objetivo geral deste trabalho e também os objetivos
específicos.

1.1.1 Objetivo Geral

Detectar o câncer de mama em imagens térmicas usando diferentes arquiteturas
de Redes Neurais Convolucionais.

1.1.2 Objetivos Específicos

• Implementar um algoritmo baseado em Redes Neurais Convolucionais para o
diagnóstico precoce do câncer de mama em imagens térmicas;

• Avaliar a eficiência das arquiteturas de Redes Neurais Convolucionais propostas
através das métricas acurácia, sensibilidade, especificidade e F1-Score.

• Comparar diferentes arquiteturas de Redes Neurais Convolucionais para detec-
ção do câncer de mama em imagens térmicas;

1.2 Trabalhos Relacionados

Nesta seção estão apresentados alguns trabalhos científicos relacionados a
detecção e classificação do câncer de mama em imagens térmicas.

Em Acharya et al. (2012) foi desenvolvida uma metodologia com Support
Vector Machine (SVM) para classificação automática de câncer de mama normal e maligno.
Os recursos de textura da matriz de coocorrência e recursos estatísticos da matriz de
temperatura das imagens térmicas do banco de dados DatabaseFor Mastology Research
(DMR), alcançando uma precisão, sensibilidade e especificidade de 88,1%, 85,71% e 90,48%,
respectivamente.

No trabalho de Araújo, Lima e Souza (2014), foi apresentado uma análise
simbólica dos dados de termogramas de 50 pacientes obtendo quatro variáveis das matrizes
térmicas. Usando validação cruzada leave-one-out, obteve precisão de 84% e 85,7% de
sensibilidade para a classe maligna.

Na metodologia de Lessa e Marengoni (2016) foi proposto classificar imagens
térmicas, da plataforma DMR, de 47 pacientes com 94 mamas no total, sendo 48 imagens
normais e 46 imagens com anomalias, também foi feita a segmentação da imagem e
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separação da região de interesse (as mamas), em seguida extraído características estatísticas
destas imagens e utilizando nas entradas de Redes Neurais Artificiais (RNAs). A pesquisa
obteve como melhores resultados 87% de sensitividade, 83% de especificidade e 85% de
acurácia, utilizando uma RNA com a arquitetura Perceptron de Múltiplas Camadas (PMC)
configurada com 2 neurônios na saída (classe normal e classe com anomalia), uma camada
escondida com 5 neurônios e 8 neurônios na entrada (correspondendo às 8 características
estatísticas extraídas), utilizando o algoritmo backpropagation para correção dos pesos.

No trabalho de Gonçalves (2017) foram utilizados como classificadores Per-
ceptron de Múltiplas Camadas (PMC) e Support Vector Machine (SVM) em uma base
de dados de imagens térmicas. A base de dados foi criada com 70 pacientes, extraída
da plataforma Database For Mastology Research - DMR), sendo uma imagem frontal de
cada paciente, divididas em 3 classes: 21 pacientes normais, 23 com patologia benigna e
26 com patologia maligna. Na metodologia proposta, foi feita a segmentação da imagem
e separação da região de interesse (as mamas), resultando em 140 imagens no total (2
por paciente) e em seguida são extraídas 17 características de cada imagem. As métricas
utilizadas para verificar a eficiência neste trabalho foram a acurácia, a especificidade e
a sensibilidade. A pesquisa obteve como melhores resultados utilizando o SVM como
classificador e com a função cúbica 80.95% de acurácia, 83.33% de especificidade para
pacientes normais, 85.71% de especificidade para pacientes com alterações benignas e 75%
de sensibilidade.

Outra metodologia foi proposta usando distintas arquiteturas de Redes Neurais
Convolucionais: alexnet, googlenet, resnet-18, vgg-16 e vgg-19. Nesse trabalho, foi utilizada
uma base de dados contendo 440 imagens de 88 pacientes (imagens térmicas da plata-
forma DMR). Os melhores resultados encontrados foram usando as arquiteturas de Rede
Neural Convolucional vgg-16 com 77,5% de acurácia, 85.0% de sensibilidade e 70.0% de
especificidade e com a vgg-19 com 77,5% de acurácia, 90.0% de sensibilidade e 65.0% de
especificidade (CHAVES, 2019).

Em Baffa e Lattari (2018) foi criada uma arquitetura (com duas camadas
convolucionais e duas camadas de pooling) de Rede Neural Convolucional para classificação
e também são utilizadas imagens térmicas da plataforma DMR, foram realizados testes
com duas bases de dados, uma somente com imagens do protocolo estático (300 imagens
no total) dividido em 90% das imagens para treinamento e 10% para teste. A outra base
de dados composta somente por imagens do protocolo dinâmico tem 190 imagens no total
dividida em 88% para treinamento e 12% para teste. As métricas utilizadas para verificar
a eficiência foram acurácia, sensibilidade, especificidade, preditivity pos, preditivity neg,
precisão e F1. Os resultados obtidos foram respectivamente 98%, 97%, 100%, 100%, 97%,
100% e 98% para protocolo estático e 95%, 97%, 93%, 92%, 97%, 97% e 94% para o
protocolo dinâmico.
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A metodologia em Roslidar et al. (2019) utiliza imagens térmicas da plataforma
DMR, no total 3.293 imagens (694 com câncer e 2595 saudáveis) divididas em 80% para
treinamento e 20% para teste. As arquiteturas testadas foram: DenseNet, ResNet101,
MobileNetV2, e ShuffleNetV2. As métricas utilizadas para verificar a eficiência foram:
acurácia, recall, precisão e F-measure. Para as arquiteturas DenseNet, ResNet101 e
MobileNetV2 o resultado foi 100% em todas as métricas. Já a arquitetura ShuffleNetV2
conseguiu de acurácia 99,6%, de recall 98%, de precisão 100% e de F-measure 99,2%.

Em Zuluaga-Gomez et al. (2020) são utilizados 57 pacientes, da plataforma
DMR, sendo 38 com câncer e 19 saudáveis. No total a base de dados criada apresenta 1.140
imagens térmicas (divididas em 80% para treinamento e 20% para teste). A metodologia
sugerida neste trabalho apresenta como próxima etapa a segmentação da imagem e
separação da região de interesse (as mamas). As imagens das mamas são utilizadas na
entrada da Rede Neural Convolucional (RNC) proposta. A pesquisa obteve como melhores
resultados: acurácia de 99%, F1-Score de 99%, a precisão de 99% e a sensibilidade de 98%.

1.3 Estrutura do Trabalho

Este Trabalho de Conclusão de Curso apresenta uma comparação de diferentes
arquiteturas de Redes Neurais Convolucionais para detecção do câncer de mama. Portanto,
no capítulo 2 aborda os conceitos de Câncer de Mama e de Imagens Térmicas. Além disso,
são abordados os fundamentos sobre Redes Neurais Artificiais, bem como as Redes Neurais
Convolucionais. No capítulo 3 são apresentadas a metodologia utilizada neste trabalho,
bem como a base de dados usada, as arquiteturas escolhidas das RNCs e as métricas de
avaliação de desempenho. No capítulo 4 são apresentados os resultados e discussões sobre
a análise dados nos experimentos, que mostram as arquiteturas de RNC mais eficientes na
detecção do câncer de mama. Por fim, no capítulo 5 são abordadas as considerações finais
deste trabalho e as propostas para trabalhos futuras.
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2 FUNDAMENTAÇÃO TEÓRICA

Este capítulo traz uma revisão utilizada como base para a elaboração do
trabalho. Explicando o que é o câncer de mama, imagem térmica, Redes Neurais Artificiais
e Redes Neurais Convolucionais.

2.1 Câncer de Mama

O câncer de mama acontece quando as células da mama se dividem desordena-
damente, gerando células anormais que podem destruir células vizinhas e se espalhar pelo
corpo (INCA, 2020). Quando a célula não para de desenvolver acaba formando um tumor
(câncer) invadindo tecidos e órgãos espalhando-se pela corrente sanguínea ou pelo sistema
linfático, processo chamado de metástase. Já a divisão normal das células é chamada de
oncogênese (PONTES, 2020).

Câncer é uma doença, mas ele pode ser benigno ou maligno. O benigno cresce
lentamente, é bem parecido com tecidos saudáveis e por meio de cirurgia pode ser removido
totalmente. Já o maligno cresce rapidamente destruindo células próximas e a cura depende
do diagnóstico precoce e do tratamento (PONTES, 2020).

Em INCA (2020) estima-se que 2020 terá 66.280 novos casos de câncer de
mama. Já 2018, no último Atlas de Mortalidade por Câncer foram contabilizadas número
de mortes 17.572 para mulheres e 189 para homens. Raramente homens tem câncer de
mama, cerca de 1% do total de casos da doença. É uma doença tratável e o Sistema Único
de Saúde (SUS) oferece atendimento gratuito. Na maioria dos casos de câncer de mama a
descoberta é feita pela própria mulher (autoexame), mas para isso elas devem saber o que
é normal ou não em suas mamas e a detecção precoce torna o tratamento menos agressivo
e com maior chance de ter sucesso (INCA, 2020).

Para Chaves (2019) a mamografia é o exame de investigação mais importante,
realizado em mulheres com mais de 34 anos, porque antes desta idade a mama é considerada
jovem e densa, características que diminui a confiabilidade do exame. A mamografia utiliza
o equipamento mamógrafo, que gera uma imagem da mama através da irradiação de
raios-X de baixa dosagem na detecção de anomalias e calcificação na mama da paciente
(KANDLIKAR et al., 2017).

Existem outras formas de investigação do câncer de mama como a ultrassono-
grafia e a ressonância magnética, mas a confirmação só pode ser feita, ou seja, o diagnóstico
só pode ser confirmado se for realizada a biópsia. Biópsia é a extração de um pedaço bem
pequeno do nódulo para ser analisado por um patologista (INCA, 2020).
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2.2 Imagens Térmicas

O espectro eletromagnético é dividido em regiões ou bandas através de seu
respectivo comprimento de onda. Senda cada banda definida pelos métodos de radia-
ção produzida ou detectada. Mas todas sofrem as mesmas ações das leis da física e o
comprimento de onda sendo a única diferença. As imagens térmicas utilizam a banda
infravermelha (BORCHARTT, 2013).

Na figura 1 pode ser observado a faixa do comprimento de onda e da frequência
do espectro infravermelho.

Figura 1 – Espectro Eletromagnético.

Fonte: Retirado de (BERKELEY, 2020).

Segundo Chaves (2019), o infravermelho tem faixa do comprimento de onda
entre a luz visível e microondas (aproximadamente entre 0.74 pm e 1 mm), onde a
temperatura do objeto pode ser determinada a partir da onda infravermelho refletida no
material.

Gonçalves (2017) diz que para ser usada na medicina a imagem térmica precisa
respeitar duas condições: diferença de temperatura entre os objetos de interesse e equi-
pamentos adequados. Elas são imagens obtidas de câmeras capazes de detectar a banda
infravermelha do espectro.

Na figura 2 abaixo tem-se um exemplo de câmera que gera imagens térmicas.



Capítulo 2. Fundamentação Teórica 19

Figura 2 – Câmera termográfica avançada FLIR E96.

Fonte: Retirado de (FLIR, 2020).

Essas imagens são utilizadas em exame denominado termografia que além de
ser indolor e não provocar nenhum desconforto no paciente é mais barato que os exames
tradicionais (mamografia, ultrassonografia e ressonância magnética) e também pode ser
realizado em mulheres mais jovens (menores que 35 anos).

2.3 Redes Neurais Artificiais

Redes Neurais Artificias (RNA) são sistemas computacionais com inspiração
no sistema nervoso de seres vivos e que adquire conhecimento através da experiência. Os
neurônios artificiais são interligados por sinapses artificiais representadas por vetores de
peso sináptico (HAYKIN, 2007). As RNAs solucionam diversos problemas que necessitam
de alto processamento de dados. Os principais problemas que as RNAs podem resolver
são classificação de padrões, aproximação de funções, reconhecimento de fala, visão
computacional e processamento de texto.

2.3.1 Neurônio

O sistema nervoso possui um conjunto complexo de células, por exemplo os
neurônios biológicos que são responsáveis pelo funcionamento e comportamento do corpo e
da mente. O neurônio biológico é uma célula dividida em 3 partes distintas: os dendritos
responsáveis por receber informações, o corpo celular que é responsável por armazenar as
informações e o axônio responsável por enviar as informações para os próximos neurônios
(AZEVEDO, 2016). A figura 3 abaixo ilustra um neurônio biológico.



Capítulo 2. Fundamentação Teórica 20

Figura 3 – Estrutura básica de um neurônio biológico.

Fonte: Retirado de (AZEVEDO, 2016).

De forma, análoga, o neurônio artificial (apresentado na figura 4) possui funcio-
namento semelhante ao neurônio biológico, sendo a unidade de processamento fundamental
para a operação de uma Rede Neural Artificial com inspiração em um neurônio biológico,
é composto pelos seguintes elementos: conjunto de entradas, somador e função de
ativação. (HAYKIN, 2007).

Figura 4 – Neurônio Artificial.

Fonte: Retirado de (AZEVEDO, 2016).

2.3.2 Perceptron

Segundo Silva, Spatti e Flauzino (2016) o Perceptron é a configuração de RNA
mais simples, pois é constituído por apenas uma camada e tem apenas um neurônio nela.
Tinha como aplicação inicialmente identificar padrões geométricos.

Só consegue classificar padrões com apenas duas classes linearmente separáveis,
exemplo figura 6, sendo utilizada para classificação de itens linearmente separáveis, padrões
que se encontram em lados opostos por um hiperplano (HAYKIN, 2007).
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A Figura 5 apresenta a estrutura de uma RNA do tipo Perceptron com n
entradas e uma única saída.

Figura 5 – Rede Neural Artificial Perceptron.

Fonte: Retirado de (SILVA; SPATTI; FLAUZINO, 2016).

As entradas (x) são ponderadas pelos seus respectivos pesos sinápticos (w) e
combinados (somatório), tendo como valor agregado o bias (θ) necessário para ativação do
neurônio. Por último temos a função de ativação, g(.), delimitando o intervalo de saída (y)
do neurônio (SILVA; SPATTI; FLAUZINO, 2016).

O funcionamento do neurônio matematicamente ocorre por meio da aplicação
das Equações 2.1 e 2.2:

uk =
m∑

i=1
wkjxj (2.1)

yk = ϕ (uk + bk) (2.2)

Onde x1,x2,. . . ,xm são os sinais de entrada, wk1,wk2,. . . ,wkm são os pesos
sinápticos do neurônio k e yk é a saída do neurônio. A saída do neurônio é definida através
da função de ativação g(.) (SILVA; SPATTI; FLAUZINO, 2016).

O Perceptron utiliza o treinamento supervisionado para ajuste dos pesos e
limiar, ou seja, para cada amostra dos sinais de entrada se tem a respectiva saída desejada
(HAYKIN, 2007).
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Figura 6 – Fronteira de decisão de um problema linearmente separável.

Fonte: Retirado de (HAYKIN, 2007).

2.3.3 Perceptron de Múltiplas Camadas

Enquanto que o Perceptron simples só tem uma camada neural, o Perceptron
de múltiplas camadas (PMC) tem, pelo menos, uma camada oculta entre as camadas
de entrada e saída da rede (SILVA; SPATTI; FLAUZINO, 2016). Na figura 7 podemos
observar as camadas ocultas que torna possível o aprendizado de tarefas mais complexas
como por exemplo o problema do OU Exclusivo segundo Haykin (2007), tratando classes
que não são linearmente separáveis.

Figura 7 – Rede Neural Artificial PMC.

Fonte: Retirado de (SILVA; SPATTI; FLAUZINO, 2016).

A arquitetura da PMC é organizada em três ou mais camadas: camada de
entrada, camadas ocultas e camada de saída. A Camada de entrada é responsável propagar
as entradas da rede para todos os neurônios da camada seguinte. As Camadas ocultas
estão localizadas entre a camada de entrada e saída, onde cada neurônio desta camada se
comporta como um Perceptron simples com saída conectada na entrada dos neurônios da
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camada seguinte. E a Camada de saída é onde os neurônios processadores estão presentes
para classificação (SILVA; SPATTI; FLAUZINO, 2016).

Entre as camadas de entrada e saída, uma ou mais camadas ocultas são
normalmente conectadas por matrizes de peso, bias e várias funções de ativação. Essas
redes neurais possuem um poder computacional aplicadas em diversos tipos de problemas
em diferentes áreas do conhecimento, sendo consideradas uma das arquiteturas mais
versáteis quanto à aplicabilidade (HAYKIN, 2007). Na PMC os nós são conectados
diretamente na camada seguinte, de forma que os sinais seguem um fluxo da entrada até a
saída, conhecidas como redes do tipo feedfoward (AZEVEDO, 2016). Neste caso o fluxo de
informações inicia na camada de entrada, passa pelas camadas intermediárias e finaliza na
camada neural de saída e não existe realimentação de informações entre as camadas na
rede PMC convencional (SILVA; SPATTI; FLAUZINO, 2016).

Na figura 8, observa-se que apenas com uma camada oculta e dois neurônios
nela podemos resolver um problema que não tem classes linearmente separáveis.

Figura 8 – PMC aplicada ao problema XOR.

Fonte: Retirado de (SILVA; SPATTI; FLAUZINO, 2016).

2.3.4 Aprendizado das Redes Neurais Artificias

O treinamento (fase de aprendizado) da RNA, é a etapa onde ocorre os ajustes
dos pesos sinápticos para melhorar o desempenho da rede (HAYKIN, 2007). O aprendizado
pode ocorrer de duas formas, supervisionada ou não supervisionada.

O treinamento não supervisionado não possui saída desejada, normalmente,
apresenta apenas um único neurônio na camada de saída que envia uma resposta. No
aprendizado supervisionado já são conhecidas as saídas desejadas e o treinamento é
realizado através da diferença da resposta desejada e a resposta observada na saída da
RNA. Essa diferença (erro) vai para o algorítimo de ajuste dos pesos minimizando o erro
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na próxima iteração (CHAVES, 2019). O algoritmo mais utilizado de propagação de erro é
o backpropagation.

A etapa de backpropagation, é o treinamento realizado dentro da rede PMC,
consistindo em um método útil no tratamento de informações não linearmente separáveis.
Seu funcionamento consiste em duas fases distintas, a propagação (foward) e a retro
propagação (backpropagation). Diferente da fase foward na fase do backpropagation acontece
a atualização dos pesos sinápticos dos neurônios (SILVA; SPATTI; FLAUZINO, 2016).
Então, o erro atual é propagado de volta para uma camada anterior, calculando a função
de perda. Assim, os gradientes tendem a se tornar menores à medida que o cálculo é
estabelecido a cada neurônio, retrocedendo na rede. Dessa forma, os neurônios nas camadas
anteriores aprendem de forma muito lentamente e o processo de treinamento leva muito
mais tempo enquanto a precisão do modelo diminui. Sendo um problema crítico desse tipo
de algoritmo (LE et al., 2019). O tempo de treinamento depende da taxa de atualização
dos pesos. Se a taxa de atualização dos pesos for muito baixa o algoritmo demora para
convergir; no entanto, se ela for alta converge rápido, podendo ficar instável com outras
entradas (HAYKIN, 2007).

2.4 Rede Neural Convolucional

Rede Neural Convolucional (RNC) é uma arquitetura de RNA, é uma variação
do PMC. As aplicações das RNCs são geralmente detecção, classificação e reconhecimento
de imagens e vídeos (VARGAS; PAES; VASCONCELOS, 2016). Segundo Gu et al. (2017),
detectar padrões visuais diretamente dos pixeis de entrada sem o pré-processamento
também é uma capacidade deste tipo de rede. A principal diferença entre uma rede clássica
e uma rede de aprendizado profundo é o número de camadas intermediárias e também a
quantidade de conexões entre as mesmas.

A figura 9 apresenta um exemplo básico de Rede Neural Convolucional diferen-
ciando as camadas.

Figura 9 – Rede Neural Convolucional.

Fonte: Retirado de (AZEVEDO, 2016).
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Segundo Vargas, Paes e Vasconcelos (2016), a RNC tem 3 principais estágios:
Entrada, Convolução e Classificação. Inicialmente a imagem é carregada na camada
de entrada, em seguida vai para a extração de features com camadas de convolução
intercaladas com camadas de pooling e no último estágio realiza a classificação com
neurônios completamente conectados.

Figura 10 – Exemplo de filtro de convolução que detecta as bordas.

Fonte: Retirado de (FERREIRA, 2017).

A camada de convolução tem muitos neurônios e cada um aplica um filtro em
um pedaço específico da imagem gerando um mapa de características, na figura 10 temos
um exemplo de filtro para detecção de bordas. A rede aprende alterando os pesos para
encontrar os melhores valores dos filtros. É um processo automático não ficando claro o que
essas redes aprendem. Mas em redes para detecção de objetos, é perceptível que filtros de
bordas e cores são aprendidos nas primeiras camadas (VARGAS; PAES; VASCONCELOS,
2016).

Geralmente após a camada de convolução é usado uma camada de pooling
para redução da dimensionalidade espacial dos dados de entrada, reduzindo portanto, a
complexidade do modelo construído e o tempo de treinamento (AZEVEDO, 2016). A
técnica mais utilizada é max-pooling, apresentada na figura 11, que reduz subpartes dos
dados originais pelo maior valor encontrado nas sub-regiões, reduzindo com isso o tamanho
da imagem por um fato de filtro (m x n).

Figura 11 – Técnica max-pooling.

Fonte: Retirado de (FERREIRA, 2017).
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A última camada é a de classificação, ela recebe as características extraídas das
camadas anteriores e com neurônios completamente conectados classifica em uma classe
pré-definida.

2.4.1 Aprendizado da Rede Neural Convolucional

Para Chaves (2019) o treinamento de uma Rede Neural Convolucional consiste
em alterar os valores dos filtros e pesos das camadas totalmente conectadas até que uma das
duas condições seja atendida: o número máximo de épocas tenha sido atingido ou a média
do erro na época atual seja menor do que o limiar parametrizado. Assim, acontecendo
uma destas condições o treinamento acaba, mantendo os últimos valores de peso e filtro
para a classificação das imagens.

O processo de treinamento inicia com todos os pesos e filtros das camadas
totalmente conectadas geralmente de maneira aleatória (depende do problema). Em seguida
é realizado o processo de propagação pela imagem de treinamento de entrada. Depois é
calculada a probabilidade para cada classe de saída e o erro total da camada de saída e
por último é utilizado o backpropagation para atualização dos parâmetros. Este ciclo é
repetido para todas as imagens separadas para treinamento (CHAVES, 2019).

2.4.2 Arquiteturas de Redes Neurais Convolucionais

Muitas arquiteturas de RNC foram desenvolvidas e treinadas em grandes
conjuntos de dados para demostrar sua eficiência. Muitas delas estão disponíveis em
plataformas e bibliotecas, como Keras (2020). Algumas delas serão apresentadas a seguir.

2.4.2.1 LeNet-5

LeNet-5 é uma das arquiteturas mais simples. Possui 5 camadas, sendo 2
camadas convolucionais e 3 camadas totalmente conectadas. Essa arquitetura possui cerca
de 60.000 parâmetros (Lecun et al., 1998).

2.4.2.2 AlexNet

AlexNet é uma arquitetura de rede neural convolucional clássica. Consiste em
convoluções, pooling máximo e camadas densas como os blocos básicos de construção. Possui
parâmetros de 60M, contendo 8 camadas, sendo 5 convolucionais e 3 totalmente conectadas.
AlexNet empilha mais algumas camadas na LeNet-5. Convoluções agrupadas são usadas
para ajustar o modelo em duas GPUs (KRIZHEVSKY; SUTSKEVER; HINTON, 2012).
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2.4.2.3 Visual Geometry Group - VGG

É uma arquitetura simples, possuindo apenas blocos compostos por um número
incremental de camadas convolucionais com filtros de tamanho 3x3. Os blocos de pooling
máximos são intercalados entre os blocos convolucionais para reduzir o tamanho dos mapas
de ativação obtidos. Depois, é utilizado um bloco de classificação, consistindo em duas
camadas densas de 4.096 neurônios cada, e a última camada, que é a camada de saída,
de 1.000 neurônios. A variação 16 e 19 dessa arquitetura (VGG16 e VGG19), refere-se ao
número de camadas ponderadas que cada rede possui (camadas convolucionais e densas,
camadas de agrupamento não são contadas) (SIMONYAN; ZISSERMAN, 2014).

Na VGG16, usada nesse trabalho, possui 13 camadas convolucionais e 3 camadas
totalmente conectadas e função de ativação ReLU da arquitetura AlexNet. Esta rede
empilha mais camadas na AlexNet e usa filtros de tamanho menor (2 × 2 e 3 × 3),
ocupa cerca de 500 MB de espaço de armazenamento e consiste em parâmetros de 138M
(SIMONYAN; ZISSERMAN, 2014).

2.4.2.4 ResNet

Esta arquitetura possui uma estrutura de aprendizagem residual para facilitar
o treinamento. Existem algumas variações dessa arquitetura, aumentando o número de
camadas, sendo a ResNet50, ResNet101 e ResNet152. Na arquitetura ResNet de 50 camadas,
foi substituído cada bloco de 2 camadas na rede de 34 camadas por este bloco de gargalo
de 3 camadas, resultando em um ResNet de 50 camadas. Já nas arquiteturas ResNet de
101 e 152 camadas, foram usados mais blocos de 3 camadas. Em comparação com as
arquiteturas VGG-16/19, o ResNet de 152 camadas (11,3 bilhões de FLOPs) possui uma
complexidade menor (HE et al., 2016).

2.4.2.5 Inception

Nesta arquitetura encontramos combinações paralelas de camadas com filtros
convolucionais de tamanho (1x1), (3x3) e (5x5). As convoluções maiores são compu-
tacionalmente mais custosas, por isso, foi proposto que sejam feitas convoluções (1x1)
primeiro, para reduzir a dimensionalidade do mapa de características para depois passar
por convoluções maiores (SZEGEDY et al., 2016).

Existem algumas versões da Inception (de v1 até v4). Neste trabalho foi usada
a Inception-v3, que é uma arquitetura sucessora da Inception-v1, com parâmetros de 24M.
Esta rede necessita de alguns ajustes no otimizador, na função de perda e na adição de
normalização de lote às camadas auxiliares na rede auxiliar. A preocupação da Inception-v2
e da Inception-v3 é evitar gargalos, reduzindo as dimensões de entrada da próxima camada,
obtendo cálculos mais eficientes usando métodos de fatoração (SZEGEDY et al., 2016).
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2.4.2.6 Xception

Essa arquitetura é inspirada na Inception, onde os módulos de iniciação foram
substituídos por convoluções separáveis em profundidade. A Xception tem 36 camadas
convolucionais formando a base de extração de características da RNC. Como a arquitetura
Xception possui o mesmo número de parâmetros que a Inception, os ganhos de desempenho
não se devem ao aumento da capacidade, mas sim ao uso mais eficiente dos parâmetros
(CHOLLET, 2017).

2.4.2.7 NasNet

Diferente das demais arquiteturas, a NasNet é desenvolvida por meio de estágios
recursivos chamados de blocos. Projetada para aprender qual camada ideal para o conjunto
de dados de interesse. Como essa abordagem é cara quando o conjunto de dados é grande,
os autores propuseram o projeto de um novo espaço de busca (conhecido como o "espaço
de busca da NASNet") que possibilita a transferibilidade de aprendizado de um conjunto
pequeno para um grande (ZOPH et al., 2018).

2.4.2.8 MobiliNet

MobileNets são baseados em uma arquitetura simplificada que usa convoluções
separáveis em profundidade para construir redes neurais convolucionais leves com o objetivo
de serem usadas em equipamentos mobile. Contando as convoluções profundas e pontuais
como camadas separadas, o MobileNet tem 28 camadas. (HOWARD et al., 2017)

2.4.2.9 DenseNet

DenseNets foi criada pensando em reutilização de recursos e redução do número
de parâmetros, para isto utiliza-se blocos densos de camadas convolucionais que propaga
os recursos entre um bloco e outro diminuindo o custo computacional. Possui 4 variações:
DenseNet-121, DenseNet-169, DenseNet-201 e DenseNet-264, onde o número no final
representa a sua profundidade (HUANG et al., 2018)
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3 METODOLOGIA

Neste trabalho, são propostos vários experimentos baseados em diferentes
arquiteturas de redes neurais convolucionais para o diagnóstico de câncer de mama usando
imagens térmicas de uma base de dados pública. Nesta seção, são apresentados os seguintes
tópicos: base de dados utilizada, arquiteturas de rede neural convolucional testadas, as
métricas de avaliação dos resultados consideradas e etapas realizadas no trabalho.

3.1 Base de dados

Foi utilizada a plataforma Database For Mastology Research (DMR) gratuito e
disponível ao público, que pode ser acessado por meio de uma interface online amigável
(http://visual.ic.uff.br/dmi), em (SILVA et al., 2014), que armazena e gerencia imagens
mastológicas para a detecção precoce do câncer de mama. As imagens da base de dados
foram capturadas por uma câmera térmica FLIR SC-620, que tem uma sensibilidade de
menos de 0,04 ºC e captura por padrão -40 ºC a 500 ºC. Cada imagem infravermelha tem
uma dimensão de 640 × 480 pixels; o software cria dois tipos de arquivos: um arquivo de
mapa de calor e uma matriz com 640 × 480 pontos.

A base de dados é composta por 218 pacientes, com idade entre 21 e 80 anos,
sendo 176 pacientes saudáveis e 42 apresentaram câncer de mama maligno. O diagnóstico
foi confirmado por mamografia, ultrassonografia e biópsias. Um total de 5.602 imagens,
sendo 1.123 imagens de pacientes doentes e 4.479 imagens de pacientes saudáveis, dos
protocolos estático e dinâmico. No protocolo estático uma única imagem capturada em
cinco posições após 10 a 15 minutos de estabilização térmica durante o repouso do paciente.
Enquanto no protocolo dinâmico uma série de imagens são capturadas a cada 15 segundos
durante cinco minutos (SILVA et al., 2014).

Na figura 12 é apresentado exemplos de imagens utilizadas na entrada da rede
convolucional. São imagens criadas, em tons de cinza, a partir da matriz térmica.
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Figura 12 – Exemplo de imagens da mama de dois pacientes a) saudável e b) doente .

Fonte: Retirado de (SILVA et al., 2014).

3.2 Método proposto

O método proposto constitui na utilização de diferentes abordagens de arquite-
turas de Redes Neurais Convolucionais, com o objetivo de comparar e obter os resultados
das arquiteturas mais recomendadas para classificação do câncer de mama em imagens
térmicas. A metodologia proposta esta apresentada na figura 13 dividida em 6 etapas:
coleta das imagens, organização da base de dados, parametrização da rede convolucional,
treinamento da rede, teste da rede e avaliação dos resultados.

Figura 13 – Fluxo da metodologia proposta.

Fonte: Elaborado pelo autor, 2020.
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3.2.1 Primeira Etapa: coleta das imagens

Na primeira etapa, um script em python para fazer o download das imagens
térmicas do banco de dados (SILVA et al., 2014), automaticamente, e salvar no compu-
tador pessoal. Um total de 5.602 imagens, foram encontradas no banco de dados, sendo
convertidas em escala de tons de cinza, pertencendo a 218 pacientes. Na figura 14 é
apresentada como são disponibilizadas as informações dos pacientes na base de dados
DMR. As informações principais utilizadas foram o ID do paciente e o diagnóstico.

Figura 14 – Informação sobre o paciente 24.

Fonte: Retirado de (SILVA et al., 2014).

A figura 15 apresenta exemplos de imagens disponíveis para download referente
aos protocolos estático e dinâmico dos pacientes e suas matrizes térmicas em ".txt"

Figura 15 – Imagem e matriz térmica disponíveis para download.

Fonte: Retirado de (SILVA et al., 2014).
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3.2.2 Segunda Etapa: divisão da base de dados

Na segunda etapa, as imagens foram divididas em 80% para treinamento (4481
imagens) e 20% para teste (1121 imagens). Esta etapa é executada apenas uma vez, onde
o banco de dados resultante é enviado para o ambiente de testes Google Colab Pro e será
utilizado o mesmo para todas as etapas posteriores. As figuras 16 e 17 abaixo mostram,
respectivamente, imagens separadas para treinamento e imagens separadas para teste.

Na figura 16 a classe 0 representa paciente saudáveis. Já na figura 17 a classe 1
representa pacientes doentes (com câncer).

Figura 16 – Pasta com imagens da classe 0 para treinamento.

Fonte: Elaborado pelo autor, 2020.
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Figura 17 – Pasta com imagens da classe 1 para teste.

Fonte: Elaborado pelo autor, 2020.

3.2.3 Terceira Etapa: parametrização da rede convolucional

Na terceira etapa, foi realizado a parametrização da Rede Neural Convolucional:
batch size normalization de 32, taxa de aprendizado de 0,001 e função de ativação ReLU,
são as características mantidas em todos os testes.

3.2.4 Quarta Etapa: treinamento da rede

Na quarta etapa, foi estabelecido o treinamento das arquiteturas das redes
convolucionais. Para cada treinamento, foram escolhidas 16 arquiteturas de redes, 2
otimizadores Stochastic Gradiente Descent (SGD) e Adagrad e 3 épocas diferentes (20, 30
e 40), sendo executada com alternância desses parâmetros.
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3.2.5 Quinta Etapa: testes da rede

Na quinta etapa, utiliza-se o modelo treinado da etapa treinamento e realizada
teste nas imagens separas conforme a segunda etapa (20% dos dados para teste).

3.2.6 Sexta Etapa: métricas de avaliação

Na última etapa são obtidas as métricas do teste realizado na etapa anterior
e salvo em arquivo para utilização posteriormente. As etapas IV, V e VI são repetidas
16 vezes, referente ao número de arquiteturas testadas, variando cada otimizador e cada
quantidade de épocas definidas.

3.3 Arquiteturas escolhidas

Segundo (KERAS, 2020), as arquiteturas de Redes Neurais Convolucionais são
modelos de aprendizado profundo, disponibilizados com pesos pré-treinados utilizadas
para previsão, extração de recursos e ajuste fino. Os pesos são baixados automaticamente
ao instanciar um modelo.

Na Tabela 1 são apresentadas as 16 arquiteturas escolhidas, em ordem alfabética,
disponíveis na biblioteca keras para realização deste trabalho. Onde a profundidade da
rede é definida pela quantidade de camadas que ela possui (camadas de pooling e camadas
convolucionais).

Tabela 1 – Arquiteturas escolhidas.
Rede Profundidade

1 DenseNet121 121

2 DenseNet169 169

3 InceptionResNetV2 572

4 InceptionV3 159

5 MobileNet 28

6 MobileNetV2 88

7 NASNetMobile 39

8 ResNet101 101

9 ResNet101V2 101

10 ResNet152 152

11 ResNet152V2 152

12 ResNet50 50

13 ResNet50V2 50

14 VGG16 23

15 VGG19 26

16 Xception 126

Fonte: Elaborado pelo autor, 2020.



Capítulo 3. Metodologia 35

3.4 Métricas de Avaliação do Desempenho

Para avaliação dos resultados as seguintes métricas de desempenho foram
utilizadas: Acurácia, Sensibilidade, Especificidade e F1-Score. Para Borchartt (2013), em
aplicações médicas, são usadas as seguintes definições:

• Verdadeiro Positivo (VP) sendo o número de casos doentes classificados corre-
tamente como casos doentes.

• Verdadeiro Negativo (VN) sendo o número de casos saudáveis classificados
corretamente como casos saudáveis.

• Positivo (FP) sendo o número de casos saudáveis que foram incorretamente
classificados como casos doentes.

• Falso Negativo (FN) sendo o número de casos doentes incorretamente classifi-
cados como casos saudáveis.

3.4.1 Acurácia

A acurácia é a taxa de acerto, representando as instâncias corretamente classi-
ficadas dentre todas as classificadas, podendo ser calculada através da seguinte equação:

Acurácia = V P + V N

V P + FP + V N + FN
(3.1)

Em trabalhos sobre aprendizado de máquinas a acurácia é a métrica mais
utilizada, pois revela o percentual de acertos do modelo, mas ela sozinha não revela
corretamente o desempenho geral do modelo (COSTA, 2018).

3.4.2 Sensibilidade

A sensibilidade traduz o quanto o modelo é capaz de detectar as amostras
positivas, sendo obtida dos casos de pacientes com cânceres classificados corretamente com
câncer, utilizada para diagnosticar corretamente os pacientes doentes:

Sensibilidade = V P

V P + FN
(3.2)
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3.4.3 Especificidade

Ao contrário da sensibilidade a especificidade é capaz de discernir as amostras
que são negativas, obtida através dos casos de pacientes sem câncer (normais) que são
classificados corretamente sem câncer, (BORCHARTT, 2013), utilizada para diagnosticar
corretamente os pacientes saudáveis:

Especificiade = V N

V N + FP
(3.3)

3.4.4 F1-Score

E por último, a métrica F1-Score que é a média harmônica entre a sensibilidade
e a especificidade, indicando a qualidade geral do modelo (arquitetura da rede) proposta:

F1 − Score = 2 ∗ V P
2 ∗ V P + FP + FN

(3.4)

O modelo que consiga alcançar o valor 1 (100%) quer dizer que é um classificador
perfeito, classificando verdadeiros positivos e negativos corretamente (COSTA, 2018).

3.5 Ambiente de teste

Para realização do trabalho foi utilizado a linguagem de programação python
com as bibliotecas tensorflow (versão 2.1) e keras (versão 2.3) no ambiente do Google
Colab Pro, que disponibiliza um hardware contendo GPU Tesla P100-PCIE-16GB, CPU
Intel Xeon @ 2x 2GH, Memória RAM 13GB, HD 70GB, Sistema Operacional Ubuntu
18.04 Linux 4.19.104.

O Google Colab Pro é um ambiente de notebooks Jupyter que não requer
configuração e é executado na nuvem. Não é preciso instalar o Python e já vem com
uma enorme variedade de bibliotecas instaladas em um contêiner de notebook Jupyter.
Pode-se escrever e executar códigos em Python diretamente no navegador. É muito
indicado para Machine Learning, Inteligência Artificial e Data Science, entre outras áreas
de conhecimento.
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4 RESULTADOS

Os testes realizados abrangem todos os parâmetros mencionados no capítulo
anterior. Uma RNC possui vários parâmetros que podem influenciar no aprendizado da rede
durante o treinamento, resultando em desempenhos satisfatórios ou inaceitáveis. Por isso, é
importante encontrar a melhor combinação desses parâmetros para garantir a confiabilidade
de um sistema CAD. Dessa forma, no conjunto de experimentos, os parâmetros principais
para cada arquitetura foram as métricas calculadas para otimizadores SGD e Adagrad e 3
tipos máximo de épocas.

Na tabela 2 está apresentada a arquitetura DenseNet121. O melhor teste dessa
arquitetura foi com a acurácia de 97%, especificidade de 98,47%, sensibilidade de 90,73%
e F1-score de 91,85% , utilizando o otimizador Adagrad e 40 épocas. Enquanto que o
pior teste resultou em 66,19% de acurácia também com otimizador Adagrad, mas com 20
épocas no máximo.

Tabela 2 – Métricas com a arquitetura DenseNet121.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,89% 99,67% 2,44% 4,70% 1343,91 20 SGD

81,98% 98,91% 6,34% 11,40% 1997,71 30 SGD

79,04% 95,20% 6,83% 10,65% 2713,26 40 SGD

66,19% 59,17% 97,56% 51,35% 1368,86 20 Adagrad

96,97% 99,02% 87,81% 91,37% 1978,94 30 Adagrad

97,06% 98,47% 90,73% 91,85% 2651,97 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

O melhor resultado encontrado para a arquitetura DenseNet169 foi a acurácia
de 96,7%, especificidade de 97,49%, sensibilidade de 93,17% e F1-score de 91,17%, com
otimizador Adagrad e 40 épocas. Já o segundo melhor resultado também usando Adagrad,
mas com 20 épocas, teve uma pequena diferença no desempenho com 96,43% de acurácia
e executou aproximadamente na metade do tempo. Enquanto, o pior resultado foi obtido
usando o otimizador SGD e 20 épocas, obtendo 77,34% de acurácia (tabela 3).
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Tabela 3 – Métricas com a arquitetura DenseNet169.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

77,34% 83,52% 49,76% 44,54% 1421,23 20 SGD

83,68% 95,74% 29,76% 40,00% 2177,68 30 SGD

82,34% 99,67% 4,88% 9,17% 2988,68 40 SGD

96,43% 98,47% 87,32% 89,95% 1541,12 20 Adagrad

84,57% 82,53% 93,66% 68,94% 2241,23 30 Adagrad

96,70% 97,49% 93,17% 91,17% 2985,91 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Para a arquitetura InceptionResNetV2 o melhor resultado obtido foi 97,59%
de acurácia, especificidade de 98,47%, sensibilidade de 93,66% e F1-score de 93,43%, com
40 épocas e otimizador Adagrad. Já o pior resultado foi utilizando SGD como otimizador e
20 épocas no máximo com 81,98% de acurácia (Tabela 4).

Tabela 4 – Métricas com a arquitetura InceptionResNetV2.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,98% 98,91% 6,34% 11,40% 1404,26 20 SGD

85,55% 92,14% 56,10% 58,67% 2205,18 30 SGD

85,10% 86,57% 78,54% 65,85% 2892,53 40 SGD

96,34% 96,62% 95,12% 90,49% 1572,69 20 Adagrad

96,97% 98,36% 90,73% 91,63% 2077,85 30 Adagrad

97,59% 98,47% 93,66% 93,43% 2982,97 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

A tabela 5 apresenta a arquitetura InceptionV3, obtendo a acurácia de 96,25%,
especificidade de 100%, sensibilidade de 79,51% e F1-score de 88,59%, sendo executado em
30 épocas e Adagrad como otimizador. No entanto, nessa arquitetura, outras abordagem
de parametrização também obtiveram bons desempenhos.

Tabela 5 – Métricas com a arquitetura InceptionV3.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

77,43% 87,45% 32,68% 34,63% 1116,96 20 SGD

84,84% 94,87% 40,00% 49,10% 1733,29 30 SGD

84,21% 89,41% 60,98% 58,55% 2322,72 40 SGD

95,45% 97,71% 85,37% 87,28% 1220,36 20 Adagrad

96,25% 100,00% 79,51% 88,59% 1696,65 30 Adagrad

96,43% 98,47% 87,32% 89,95% 2186,39 40 Adagrad

Fonte: Elaborado pelo autor, 2020.
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A tabela 6 mostra que o melhor resultado da arquitetura MobileNet foi com
30 épocas e otimizador Adagrad, com acurácia de 87,42%, especificidade de 97,05%,
sensibilidade de 44,39% e F1-score de 56,35%.

Tabela 6 – Métricas com a arquitetura MobileNet.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,53% 99,56% 0,98% 1,90% 1185,4 20 SGD

82,78% 97,71% 16,10% 25,48% 1558,2 30 SGD

82,78% 95,85% 24,39% 34,13% 2063,25 40 SGD

86,62% 94,65% 50,73% 58,10% 1154,99 20 Adagrad

87,42% 97,05% 44,39% 56,35% 1738,9 30 Adagrad

84,12% 87,45% 69,27% 61,47% 2141,58 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Para a arquitetura MobileNetV2, apresentada na tabela 7, são mostrados 4
melhores resultados com 81,71%de acurácia, 100% de especificidade e F1-score variando
entre 0,0% a 30,92%, usando tanto o otimizador SGB quanto para Adagrad. No entanto,
todos os resultados de sensibilidade foram de 0,0%.

Tabela 7 – Métricas com a arquitetura MobileNetV2.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,71% 100,00% 0,00% 0,00% 1216,37 20 SGD

81,71% 100,00% 0,00% 0,00% 1662,03 30 SGD

18,29% 0,00% 100,00% 30,92% 2109,37 40 SGD

81,71% 100,00% 0,00% 0,00% 1217,4 20 Adagrad

18,29% 0,00% 100,00% 30,92% 1827,8 30 Adagrad

81,71% 100,00% 0,00% 0,00% 2320,97 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Para a arquitetura NASNetMobile, apresentada na tabela 8, são mostrado 4
melhores resultados com 81,71%de acurácia e 100% de especificidade, usando tanto o
otimizador SGB quanto para Adagrad. No entanto, todos os resultados de sensibilidade
foram de 0,0% e F1-score de 0,0% a 30,92%. Esses resultados foram semelhantes a
arquitetura MobileNetV2, porém com diferença no tempo de execução e épocas, sendo
MobileNetV2 com melhor tempo na execução.
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Tabela 8 – Métricas com a arquitetura NASNetMobile.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,71% 100,00% 0,00% 0,00% 1582,45 20 SGD

81,71% 100,00% 0,00% 0,00% 2313,81 30 SGD

81,71% 100,00% 0,00% 0,00% 3128,69 40 SGD

18,29% 0,00% 100,00% 30,92% 1692,76 20 Adagrad

18,29% 0,00% 100,00% 30,92% 2284,35 30 Adagrad

81,71% 100,00% 0,00% 0,00% 3222,03 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Com 96,7% de acurácia, 98,80% de especificidade, 87,32% sensibilidade e F1-
score de 90,63%, a arquitetura ResNet50 com otimizador Adagrad e 30 épocas no máximo
obteve o melhor resultado. Já o pior resultado foi com 81% de acurácia, também com 30
épocas, mas com SGD de otimizador (Tabela 9).

Tabela 9 – Métricas com a arquitetura ResNet50.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,89% 96,94% 14,63% 22,81% 1285,83 20 SGD

81,00% 93,34% 25,85% 33,23% 1802,96 30 SGD

81,09% 92,90% 28,29% 35,37% 2187,65 40 SGD

86,00% 84,50% 92,68% 70,76% 1231,74 20 Adagrad

96,70% 98,80% 87,32% 90,63% 1870,76 30 Adagrad

93,40% 92,90% 95,61% 84,12% 2178,87 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Já com a arquitetura ResNet50V2 o melhor resultado foi 96,79% de acurácia,
97,82% de especificidade, 92,20% de sensibilidade e F1-score de 91,30%, com otimizador
Adagrad e 40 épocas no máximo. E a pior acurácia encontrada foi de 79,13% com 20 épocas
e otimizador SGD. Praticamente não ocorreu melhora entre as versões (Tabela 10).

Tabela 10 – Métricas com a arquitetura ResNet50V2.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

79,13% 95,42% 6,34% 10,00% 1153,34 20 SGD

81,62% 99,67% 0,98% 1,91% 1659,1 30 SGD

79,48% 93,56% 16,59% 22,82% 2263,27 40 SGD

82,78% 80,46% 93,17% 66,44% 1043,65 20 Adagrad

94,38% 97,82% 79,02% 83,72% 1652,9 30 Adagrad

96,79% 97,82% 92,20% 91,30% 2213,87 40 Adagrad

Fonte: Elaborado pelo autor, 2020.
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A arquitetura ResNet101, apresentada na tabela 11, a acurácia foi de 91,35%,
sendo 93,67% de especificidade e 80,98% de sensibilidade no melhor teste, utilizando como
parâmetros 30 épocas no máximo e Adagrad de otimizador. No entanto, o pior resultado
foi 72,35% de acurácia, também utilizando Adagrad, mas 40 épocas no máximo.

Tabela 11 – Métricas com a arquitetura ResNet101.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,71% 100,00% 0,00% 0,00% 1779,07 20 SGD

79,57% 92,90% 20,00% 26,37% 2000,69 30 SGD

80,11% 91,81% 27,81% 33,83% 2730,24 40 SGD

89,74% 95,09% 65,85% 70,13% 1404,71 20 Adagrad

91,35% 93,67% 80,98% 77,39% 2034,25 30 Adagrad

72,35% 67,03% 96,10% 55,97% 2729,42 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Já a arquitetura ResNet101V2 obteve 94,92% de acurácia no melhor teste,
sendo 99,67% de especificidade e 73,66% de sensibilidade, utilizando como parâmetros 40
épocas no máximo e otimizador Adagrad. O pior resultado foi de 77,16% de acurácia, com
20 épocas no máximo e otimizador SGD. Observou-se melhorias entre outras configurações
da arquitetura, apresentada na Tabela 12.

Tabela 12 – Métricas com a arquitetura ResNet101V2.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

77,16% 90,28% 18,54% 22,89% 1613,98 20 SGD

82,16% 99,67% 3,90% 7,41% 2027,53 30 SGD

80,82% 94,65% 19,02% 26,62% 2641,25 40 SGD

90,10% 89,85% 91,22% 77,11% 1236,28 20 Adagrad

93,49% 94,11% 90,73% 83,60% 1959,12 30 Adagrad

94,92% 99,67% 73,66% 84,12% 2677,81 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Na arquitetura ResNet152, apresentada na tabela 13, o melhor resultado foi de
93,85% de acurácia, 95,52% de especificidade e 86,34% de sensibilidade, com 40 épocas e
otimizador Adagrad, e o pior caso obteve 76,81% de acurácia com otimizador SGD.
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Tabela 13 – Métricas com a arquitetura ResNet152.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,98% 100,00% 1,46% 2,89% 2526,12 20 SGD

76,81% 88,32% 25,37% 28,57% 2492,3 30 SGD

80,20% 92,25% 26,34% 32,73% 3285,75 40 SGD

87,33% 99,24% 34,15% 49,65% 1677,21 20 Adagrad

89,03% 88,97% 89,27% 74,85% 2498,31 30 Adagrad

93,85% 95,52% 86,34% 83,69% 3312,52 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

A arquitetura ResNet152V2 apresenta melhor encontrado de 96,97% de acurácia,
98,69% de especificidade e 89,27% de sensibilidade, usando otimizador Adagrad, sendo que
o pior caso obteve 81,71% de acurácia, usando otimizador SGD (Tabela 14).

Tabela 14 – Métricas com a arquitetura ResNet152V2.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,80% 99,67% 1,95% 3,77% 2357,43 20 SGD

81,71% 100,00% 0,00% 0,00% 2328,38 30 SGD

82,07% 99,45% 4,39% 8,22% 3062,31 40 SGD

92,24% 94,98% 80,00% 79,04% 1561,41 20 Adagrad

95,09% 95,85% 91,71% 87,24% 2336,75 30 Adagrad

96,97% 98,69% 89,27% 91,50% 3181,99 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Nas tabelas 15 e 16 estão apresentadas as arquiteturas VGG16 e a VGG19,
em ambas as arquiteturas, independente das parametrizações, apresentaram resultados
semelhantes, com 81,71% de acurácia e 100% de especificidade. No entanto, não houve
detecção para calcular para a sensibilidade e F1-Score, com o desempenho de 0.0%.

Tabela 15 – Métricas com a arquitetura VGG16.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,71% 100,00% 0,00% 0,00% 1165,53 20 SGD

81,71% 100,00% 0,00% 0,00% 1557,73 30 SGD

81,71% 100,00% 0,00% 0,00% 2112,39 40 SGD

81,71% 100,00% 0,00% 0,00% 1125,23 20 Adagrad

81,71% 100,00% 0,00% 0,00% 1715,22 30 Adagrad

81,71% 100,00% 0,00% 0,00% 2122,54 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Como a especificidade detecta corretamente a proporção de verdadeiros nega-
tivos, ou seja, a capacidade do sistema em predizer corretamente a ausência do câncer
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de mama para casos que realmente não a têm, pode-se concluir que estas arquiteturas
só aprenderam a classificar os pacientes saudáveis da base de dados. Sendo assim, nessas
condições apresentadas, não é interessante usar essas arquiteturas para a constituição de
um sistema CAD.

Tabela 16 – Métricas com a arquitetura VGG19.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

81,71% 100,00% 0,00% 0,00% 1164,02 20 SGD

81,71% 100,00% 0,00% 0,00% 1631,45 30 SGD

81,71% 100,00% 0,00% 0,00% 2129,75 40 SGD

81,71% 100,00% 0,00% 0,00% 1151,45 20 Adagrad

81,71% 100,00% 0,00% 0,00% 1745,18 30 Adagrad

81,71% 100,00% 0,00% 0,00% 2170,36 40 Adagrad

Fonte: Elaborado pelo autor, 2020.

Por fim, a tabela 17 apresenta os resultados da arquitetura Xception. Na maioria
dos resultados, essa arquitetura apesentou um bom desempenho, sendo a melhor acurácia
de 97,41%, especificidade de 98,14%, 94,15% de sensibilidade e 93,01% no F1-Score, com
40 épocas e Adagrad como atomizador. No entanto, o pior resultado encontrado foi com
otimizador SGD e 20 épocas no máximo.

Tabela 17 – Métricas com a arquitetura Xception.
Acurácia Especificidade Sensibilidade F1-Score Duração (s) Épocas Otimizador

21,32% 4,04% 98,54% 31,42% 1783,69 20 SGD

89,21% 96,83% 55,12% 65,13% 2648,55 30 SGD

90,01% 92,25% 80,00% 74,55% 2582,41 40 SGD

92,15% 91,05% 97,07% 81,89% 1417,16 20 Adagrad

97,32% 99,24% 88,78% 92,39% 2139,36 30 Adagrad

97,41% 98,14% 94,15% 93,01% 2682,22 40 Adagrad

Fonte: Elaborado pelo autor, 2020.
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5 DISCUSSÃO

Nesse estudo, apresentou-se uma metodologia de diagnóstico não invasivo
usando Redes Neurais Convolucionais para detectar o câncer de mama através de imagens
térmicas. Aqui, comparou-se 16 arquiteturas já definidas na literatura e mostrar a sua
eficiência na detecção do câncer de mama. Percebeu-se que muitas das arquiteturas de
redes, já estruturas e disponíveis, apresentaram resultados eficientes para detecção do
câncer de mama. No entanto, observou que o melhor otimizador usado foi o Adagrad,
dando melhor consistência para resultados alcançados.

Em resumo, os melhores resultados encontrados em cada arquitetura de Redes
Neurais Convolucionais estão apresentados na tabela 18. As redes InceptionResNetV2,
Xception e DenseNet121, foram consideradas as melhores arquiteturas para detecção do
câncer de mama nesse trabalho, alcançando mais de 97% de acurácia. Essas arquiteturas,
também conseguiram um excelente F1-Score com 93,43%, 93,01% e 91,85%, respectiva-
mente, demonstrando que os modelos propostos com essas parametrizações conseguem
classificar corretamente tanto pacientes saudáveis quanto pacientes doentes. Os melhores
resultados foram obtidos com os parâmetros de otimizador Adagrad e com 40 épocas no
máximo.

Tabela 18 – Melhores resultados de cada arquitetura testada.
Rede Acurácia Especif. Sensib. F1-Score Tempo(s) Épocas Otimizador

InceptionResNetV2 97,59% 98,47% 93,66% 93,43% 2982,97 40 Adagrad

Xception 97,41% 98,14% 94,15% 93,01% 2682,22 40 Adagrad

DenseNet121 97,06% 98,47% 90,73% 91,85% 2651,97 40 Adagrad

ResNet152V2 96,97% 98,69% 89,27% 91,50% 3181,99 40 Adagrad

ResNet50V2 96,79% 97,82% 92,20% 91,30% 2213,87 40 Adagrad

DenseNet169 96,70% 97,49% 93,17% 91,17% 2985,91 40 Adagrad

ResNet50 96,70% 98,80% 87,32% 90,63% 1870,76 30 Adagrad

InceptionV3 96,43% 98,47% 87,32% 89,95% 2186,39 40 Adagrad

ResNet101V2 94,92% 99,67% 73,66% 84,12% 2677,81 40 Adagrad

ResNet152 93,85% 95,52% 86,34% 83,69% 3312,52 40 Adagrad

ResNet101 91,35% 93,67% 80,98% 77,39% 2034,25 30 Adagrad

MobileNet 87,42% 97,05% 44,39% 56,35% 1738,9 30 Adagrad

MobileNetV2 81,71% 100,00% 0,00% 0,00% 1216,37 20 SGD

NASNetMobile 81,71% 100,00% 0,00% 0,00% 1582,45 20 SGD

VGG16 81,71% 100,00% 0,00% 0,00% 1125,23 20 Adagrad

VGG19 81,71% 100,00% 0,00% 0,00% 1151,45 20 Adagrad

Fonte: Elaborado pelo autor, 2020.
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Apesar das arquiteturas MobileNetV2, NASNetMobile, VGG16 e VGG19 apre-
sentarem 100% de especificidade e 81,71% de acurácia, nesse trabalho não recomenda-se
usá-las, pois só conseguiram detectar corretamente os casos positivos, visto que a sensibili-
dade para essas arquiteturas foram de 0,0%.

Os parâmetros de uma RNC são fundamentais para obter um bom desempenho
na análise dos dados. Neste caso, observa-se que o otimizador Adagrad apresenta maior
possibilidade de melhorar o desempenho das arquiteturas apresentadas. Além disso, a
quantidade de épocas também influenciou no resultado, sendo aqui, 40 épocas como a
mais recomendada para obter os resultados satisfatórios.

Houve bastante demanda de sistemas CAD com boa precisão para o diagnóstico
do câncer de mama nos últimos anos. Para a detecção precoce do câncer de mama, esses
sistemas podem ser implementados para termografia baseados em RNC, pois necessita de
uma análise mais aprofundada das imagens e diagnóstico preciso. No entanto, a falta de
bases de dados públicas tem limitado os estudos voltados para a termografia (ZULUAGA-
GOMEZ et al., 2020). Até o momento, a base de dados pública e gratuita disponível é a
DMR (SILVA et al., 2014). Por isso, muitos trabalhos estão utilizando essa base de dados
para avaliar as metodologias abordadas.

Mesmo a plataforma sendo a mesma para os trabalhos, a base de dados para
treinamento e testes é criada com imagens de pacientes diferentes, como no trabalho
de Chaves (2019), onde os melhores resultados foram encontrados com as arquiteturas
VGG16 e VGG19 com acurácia de 77.5%. Neste trabalho a acurácia encontrada para estas
arquiteturas foi 81,71%. As arquiteturas DenseNet, ResNet101 e MobileNetV2 conseguiram
atingir 100% de acurácia no trabalho de Roslidar et al. (2019), já nesta pesquisa o resultado
foi de 97,06%, 91,35% e 81,71% respectivamente de acurácia.

Outra metodologia usou um modelo de RNC para prever o câncer de mama a
partir de imagens térmicas, na qual foram pré-processadas, segmentadas e classificadas.
Os resultados mostrou precisão de 95,8% da previsão do câncer de mama com base no
espectro de saída, usando dados de treinamento de 680 termogramas (Mishra et al., 2020).

Embora muitos trabalhos apresentam metodologias baseadas em RNC e com
bons resultados de acurácia. Os resultados deste trabalho, conseguiram ser superiores aos
resultados apresentados na literatura. Os testes e as configurações abordadas puderam
mostrar que o ponto importante para uma boa classificação é a melhor escolha dos
parâmentros, dos otimizadores e da arquitetura de rede.
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6 CONSIDERAÇÕES FINAIS

A termografia é uma boa alternativa para avaliar a detecção do câncer de mama,
pois possui melhor localização das células cancerígenas, pela diferença de temperatura.
Aqui, apresentou-se uma abordagem metodológica com 16 arquiteturas distintas para
avaliar a precisão da detecção do câncer de mama. Descobrimos que as arquiteturas
InceptionResNetV2, Xception e DenseNet121 foram mais apropriadas para nossa aborda-
gem, apresentando acurácia de 97,59%, 97,41% e 97,06%, respectivamente, conseguindo
classificar corretamente tanto pacientes saudáveis (sem câncer) quanto pacientes doentes
(com câncer).

A classificação utilizando Rede Neural Convolucional pode ser robusta e eficiente,
bastando estabelecer a configuração adequada ao problema a ser solucionado. Nesse
trabalho, mostrou-se as melhores configurações ajustáveis ao problema de detecção do
câncer de mama, obtendo resultados satisfatórios em vários tipos de arquiteturas de RNC,
e até mesmo, melhores aos resultados encontrados na literatura.

Para trabalhos futuros, propõe-se utilizar a mesma base de imagens separando
somente a região de interesse (parte da mama) para verificar se a eficiência do modelo
aumenta e a duração do teste diminui, melhorando também o custo computacional. Como
perspectiva de trabalho futuro pode-se também criar uma arquitetura de Rede Neural
Convolucional para encontrar a melhor na solução deste problema.
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Abstract. Worldwide, breast cancer is the most commonly diagnosed cancer in women. Early detection of this
type of cancer can help women to have a more appropriate treatment and, consequently, reduce the mortality rate.
Today, there are several techniques and algorithms for the diagnosis of breast cancer, but techniques that provide
greater agility in diagnosis and precision in results are still widely studied. Thermography is a recent technique to
record the image of the breast, measuring the temperature based on infrared radiation, and has been an attraction
for research. In this context, a Convolutional Neural Network (CNN) was set up to process a data set of thermal
breast image inputs in order to classify healthy and breast cancer patients with good accuracy. The data were
obtained from the Mastology Database (DMR), with a total of 5,602 images divided into 80% for training and
20% for validation. The CNN architectures used in the experiments were Xception, ResNet101, ResNet101V2,
MobileNet, MobileNetV2, DenseNet201 and InceptionV3. Each architecture had the same configurations, with a
learning rate of 0.001, using SGD and a maximum of 20 times. The results found showed that the best proposed
CNN architecture was Xception with an accuracy of 95.89%, while InceptionV3 obtained an accuracy of 94.73%
and DenseNet201 had an accuracy of 93.22%.

Keywords: Cancer, Diagnosis, Thermal Image, Convolutional Neural Network.

1 Introduction

Breast cancer is the leading cause of cancer mortality among women [1]. In INCA [2] we can see an estimate
of 66,280 new cases of breast cancer in 2020, which represents about 29.7% of all new cancer cases estimated
in women in Brazil, but also in 2018 in the Atlas of Cancer mortality, 17,572 women died.The early detection
of breast cancer has great value in increasing the cure and survival rate of a patient, being considered the most
important step in reducing the complications of this disease [3].

The main method of screening for breast cancer is mammography. However, this method has low efficiency
for young patients, because of dense breasts. However, new methods have been suggested in recent years to
improve detection of breast cancer early, such as thermography [4]. Thus, thermography is a totally non-invasive
and non-contact imaging technique, widely used in the medical field, being an alternative to detect cancer lesions
in different types of breasts [3].

As early detection can increase the chances of treatment and cure, contributing to decrease this mortality
rate, an efficient way for this approach is to propose non-invasive methodologies for automatic detection of breast
cancer using image processing algorithms and techniques for learning machine [1, 3, 4].

Here, we propose a non-invasive diagnostic method using Convolutional Neural Networks (CNN) to detect
breast cancer using thermal images. The proposed methodology compares different architectures of CNN to show
their efficiency in detecting breast cancer.
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2 Convolutional Neural Networks

Artificial Neural Networks (ANN) are based on the human brain for computational modeling, mainly used
to solve problems involving time variations, speech recognition and text processing [5]. ANNs similar to natural
neural networks have several layers of neurons connected together by synapses (connection links). The simplest
ANN architecture is Perceptron, used to classify linearly separable problems [6].

Convolutional Neural Networks (CNN) is also an ANN architecture, but a variation of the multilayer per-
ceptron (where neurons are organized in two or more layers). CNNs are similar to other neural networks in terms
of feed advance, the organization of neurons in layers, with the output of each layer being fed into the next layer
for further processing; in addition to learning via rear propagation, using a Loss Function to calculate the margin
of error between the actual output and the desired output, updating the weights. The applications of CNNs are
generally detection, classification and recognition of images and videos [5].

In Vargas et al. [7] CNN is said to have three main stages: Entry, Convolution and Classification. Figure 1
presents an example of CNN architecture. CNN’s standard architecture has a structure containing an input layer,
alternating convolutional layers, pooling layers and non-linear layers. After the image is loaded at the network
entrance, it goes through a series of layers to extract features and finally, completely connected neurons are used
for classification.

Figure 1. Example of a standard CNN. Taken from Vargas [7]

CNN has a number of advantages over other neural network applications for the detection of breast cancer.
What differentiates the CNN architectures used is the number of layers and the number of filters for the feature
extraction step. Thus, different configurations may be ideal for detecting and classifying breast cancer.

3 Methodology

The methodology proposed in this work consists of five stages, described in the figure 2.
In the first stage, the collection of thermal images of the breast is referred to, for this, a python program was

developed to download the images and thermal matrices from the database [8].
In the second stage, the database was divided with 80% of the images for training the convolutional neural

network and 20% of the images for validation. The images divided in this step are used for all tested networks.
In the third stage, training images are used to train the convolutional neural network. In the fourth step,

validation is performed in the separate database for testing. Then, the results are obtained, the metrics described in
the previous topic.

From the third stage, the process is repeated for seven different convolutional neural network architectures,
in order to verify the best architecture proposed in the data analysis.
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Figure 2. Steps of the proposed methodology.

3.1 Data base

The Database For Mastology Research (DMR) platform was used, in Silva et al. [8], which stores and man-
ages mastological images for the early detection of breast cancer.

The database is composed of 218 patients, aged between 21 and 80 years, 176 of whom are healthy and 42
have malignant breast cancer. The diagnosis was confirmed by mammography, ultrasound and biopsies. A total of
5602 images, being 1,123 images of sick patients and 4,479 images of healthy patients, from the static and dynamic
protocols. The thermal camera for capturing the images was the FLIR SC-620, with 640 x 480 resolution. In the
static protocol, a single image captured in five positions after 10 to 15 minutes of thermal stabilization during the
patient’s rest. While in the dynamic protocol it is a series of images captured every 15 seconds for five minutes [8].

Figure 3. Sample image of healthy patient 24. Taken from Silva et al. [8]

The figures 3 and 4 are examples of the entry of the convolutional neural network of healthy patient and sick
patient, respectively.

Figure 4. Sample image of the 138 sick patient. Taken from Silva et al. [8]
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3.2 Metrics

The results evaluation measures considered in this work were: Accuracy, Sensitivity, Specificity and F1-
Score. Expressions taken from Zuluaga-Gomez et al. [1]. In this way, the frequencies of the classifications for
images are counted. Being, True Positive (TP), the number of sick cases correctly classified as sick cases; True
Negative (TN), the number of healthy cases correctly classified as healthy cases; False Positive (FP), the number
of healthy cases that were incorrectly classified as sick cases; False Negative (FN), the number of sick cases
incorrectly classified as healthy cases.

The Accuracy represents correctly classified instances among all classified ones indicating the general per-
formance of the model and can be calculated using the following equation:

Accuracy =
TP + TN

TP + FP + TN + FN
(1)

Sensitivity is obtained from cases of cancer patients classified correctly as cancer, used to correctly diagnose
sick patients:

Sensitivity =
TP

TP + FN
(2)

Unlike the Sensitivity to Specificity is obtained through cases of cancer-free (normal) patients who are cor-
rectly classified as non-cancer, used to correctly diagnose healthy patients:

Specificity =
TN

TN + FP
(3)

And finally, the F1-Score metric is the harmonic average between Sensitivity and Specificity, indicating the
general quality of the proposed model (network architecture):

F1− Score =
2 ∗ TP

2 ∗ TP + FP + TN
(4)

4 Results and discussions

To perform the work, the python programming language was used with the tensorflow and keras libraries in
the Google Colab Pro environment, which provides the following hardware: Tesla P100-PCIE-16GB GPU, Intel
Xeon @ 2x 2GHz CPU, 13021MiB RAM, 70GB HD and Ubuntu 18.04 Linux 4.19.104. The experimental set was
composed of seven tested network architectures. All network architectures had the following configurations: 20
epochs, batch normalization size of 32, Softmax activation function, learning rate 0.001 and Stochastic Gradient
Descent (SGD) optimizer.

The performance results of the breast cancer classification are shown in table 1. Looking at the results, it can
be noted that the best results are presented in the Xception network architectures with 95.89% accuracy, 98.63% ac-
curacy specificity, 85.95% sensitivity and 90.0% F1-score; the InceptionV3 network architecture presented 94.73%
accuracy, 98.06% specificity, 82.64% sensitivity and 87.14% F1-score.

Table 1. Resultados da performance das sete arquiteturas para classificação do câncer de mama.

Network Accuracy Specificity Sensitivity F1-Score Duration (s)

Xception 0.958965 0.986348 0.859504 0.900433 1345.33

ResNet101 0.828724 0.996587 0.219008 0.355705 1872.93

ResNet101V2 0.928635 0.959044 0.818182 0.831933 1691.3

MobileNet 0.853702 0.954494 0.487603 0.59 1072.78

MobileNetV2 0.784121 1.0 0.0 0.0 1143.48

DenseNet201 0.932203 0.94198 0.896694 0.85098 2445.32

InceptionV3 0.947368 0.98066 0.826446 0.87146 1149.58
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The third best accuracy found was from the DenseNet201 network with 93.22%, with 94.19% specificity,
89.66% sensitivity and 85.09% F1-score. The InceptionV3 network is 1.51% more accurate than the DenseNet201
network, but the DenseNet201 network takes slightly more than twice the test of the InceptionV3 network. In this
sense, the best network architecture with good results and the best computational cost is Xception. And the worst
network architecture among the architectures tested for this problem, was MobileNetV2 with 78.41% accuracy.

In a similar work, using the same database (DMR) [8] and testing several other network architectures, it
showed a lower result for the InceptionV3 architecture, than those presented in this work, with an accuracy of
80%, F1-score of 80%, accuracy of 82% and sensitivity of 78% [1]. In another study, using the authors’ own
configuration, but based on thermal data, superior results were obtained with 98 % breast cancer classification
accuracy cite ekici.

5 Final considerations

Thermography is a good alternative to assess the detection of breast cancer, as it has a better location of
cancer cells, due to the temperature difference. Here, we present a methodological approach of seven distinct
architectures to assess the accuracy of breast cancer detection. We found that the Xception, InceptionV3 and
DenseNet201 architectures were more appropriate for our approach, having an accuracy of 95.89%, 94.73% and
93.22%, respectively. For future work it is intended to test other architectures of convolutional neural networks
(CNN), also configuring a particular architecture to those available in the literature.

Authorship statement. This section is mandatory and should be positioned immediately before the References
section. The text should be exactly as follows: The authors hereby confirm that they are the sole liable persons
responsible for the authorship of this work, and that all material that has been herein included as part of the present
paper is either the property (and authorship) of the authors, or has the permission of the owners to be included here.
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