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RESUMO

Investir no mercado financeiro é uma das diversas formas de se obter uma renda passiva.
Dentre as modalidades do mercado, uma muito recente e também exótica é a de opções
binárias (OB), considerada por muitos como "casa de apostas". Entender suas variáveis
e tudo aquilo que permita o investidor prever a direção do mercado pode promover
altos lucros ou perdas. No entanto, de nada adianta um pleno conhecimento técnico de
estratégias e padrões de mercado, se não existe um gerenciamento emocional resiliente
às perdas presentes na realidade de um investidor. Por não conseguir aliar estes dois
elementos importantíssimos, muitos acabam por desistir de investir. Neste contexto, é
proposto uma metodologia que alie os algoritmos genéticos, como forma de otimização, às
redes neurais LSTM, que são algoritmos específicos de inteligência artificial que trabalham
com séries temporais. Os dados foram obtidos diretamente de uma API não oficial de
uma corretora de OB. Diversos testes foram realizados, porém somente os mais relevantes
foram registrados e discutidos sobre como cada parâmetro influenciou no desempenho da
rede como um todo. O melhor resultado encontrado foi o do quarto teste registrado, com
uma acurácia de 65% e precisão de até 100% entre as classes binárias. O objetivo proposto
foi atingido, mas ainda necessita de mais testes em diferentes configurações dos algoritmos
de inteligencia artificial aplicado. Por fim, os resultados obtidos foram confrontados com
os valores reais do mercado.

Palavras-chave: Séries Temporais, Mercado Financeiro, Opções Binárias, Algoritmo
Genético, Rede Neural LSTM.



ABSTRACT

Investing in the financial market is one of the many ways to earn passive income. Among
the market modalities, a very recent and also exotic one is binary options (OB), considered
by many as a "bookmaker". Understanding its variables and everything that allows the
investor to predict the direction of the market can promote high profits or losses. However, a
full technical knowledge of strategies and market patterns is useless if there is no emotional
management that is resilient to the losses present in an investor’s reality. By not being
able to combine these two very important elements, many end up giving up on investing.
In this context, a methodology is proposed that combines genetic algorithms, as a form
of optimization, with LSTM neural networks, which are specific artificial intelligence
algorithms that work with time series. The data was obtained directly from an unofficial
API of an OB broker. Several tests were performed, but only the most relevant were
recorded and discussed about how each parameter influenced the performance of the
network as a whole. The best result found was that of the fourth test recorded, with
an accuracy of 65% and accuracy of up to 100% between binary classes.. The proposed
objective was achieved, but it still needs more tests in different configurations of the
applied artificial intelligence algorithms. Finally, the results obtained were compared with
the real market values.

Keywords: Time Series, Financial Market, Binary Options, Genetic Algorithm, LSTM
Neural Network..



LISTA DE ILUSTRAÇÕES

Figura 1 – Representação do ambiente de operações em uma corretora . . . . . . . 21
Figura 2 – Representação de candles . . . . . . . . . . . . . . . . . . . . . . . . . 22
Figura 3 – Série temporal financeira representando os valores da paridade Euro-Dólar 28
Figura 4 – Representação simplificada de um neurônio . . . . . . . . . . . . . . . 30
Figura 5 – Representação de um neurônio artificial . . . . . . . . . . . . . . . . . 30
Figura 6 – Rede de camada única. . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
Figura 7 – Rede de múltiplas camadas. . . . . . . . . . . . . . . . . . . . . . . . . 34
Figura 8 – Fluxo de processamento do algoritmo backpropagation . . . . . . . . . 35
Figura 9 – Mínimo Local e Global . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
Figura 10 – Rede Neural Recorrente. . . . . . . . . . . . . . . . . . . . . . . . . . . 37
Figura 11 – Célula LSTM. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
Figura 12 – Etapas de um Algoritmo Genético. . . . . . . . . . . . . . . . . . . . . 40
Figura 13 – Exemplo da base de dados. . . . . . . . . . . . . . . . . . . . . . . . . 44
Figura 14 – Fluxo de funcionamento do Bot Investidor. . . . . . . . . . . . . . . . . 45
Figura 15 – Base de dados inicial. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46
Figura 16 – Base de dados atualizada. . . . . . . . . . . . . . . . . . . . . . . . . . 46
Figura 17 – Matriz de confusão bidimensional. . . . . . . . . . . . . . . . . . . . . . 50



LISTA DE TABELAS

Tabela 1 – Topologias escolhidas. . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
Tabela 2 – Configurações do primeiro teste . . . . . . . . . . . . . . . . . . . . . . 52
Tabela 3 – Matriz de confusão do primeiro teste . . . . . . . . . . . . . . . . . . . 53
Tabela 4 – Resultados do primeiro teste . . . . . . . . . . . . . . . . . . . . . . . . 53
Tabela 5 – Matriz de confusão do segundo teste . . . . . . . . . . . . . . . . . . . 54
Tabela 6 – Resultados do segundo teste . . . . . . . . . . . . . . . . . . . . . . . . 54
Tabela 7 – Matriz de confusão do terceiro teste . . . . . . . . . . . . . . . . . . . 54
Tabela 8 – Resultados do terceiro teste . . . . . . . . . . . . . . . . . . . . . . . . 55
Tabela 9 – Matriz de confusão do quarto teste . . . . . . . . . . . . . . . . . . . . 55
Tabela 10 – Resultados do teste 4. . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
Tabela 11 – Matriz de confusão do quinto teste . . . . . . . . . . . . . . . . . . . . 56
Tabela 12 – Tabela de erros e acertos. . . . . . . . . . . . . . . . . . . . . . . . . . 56
Tabela 13 – Resultados do quinto teste . . . . . . . . . . . . . . . . . . . . . . . . . 56



LISTA DE ABREVIATURAS E SIGLAS

AG Algoritmos Genéticos

FN Falso Negativo

FP Falso Positivo

LSTM Long Short Term Memory

OB Opção Binária

PMC Perceptron de Múltiplas Camadas

RNA Rede Neural Artificial

SLP Single Layer Perceptron

VN Verdadeiro Negativo

VP Verdadeiro Positivo



SUMÁRIO

1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14
1.1 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.1.1 Objetivo Geral . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.1.2 Objetivos Específicos . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.2 Trabalhos Relacionados . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.3 Estrutura do Trabalho . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

2 FUNDAMENTAÇÃO TEÓRICA . . . . . . . . . . . . . . . . . . . 18
2.1 O Mercado Financeiro e a Bolsa de valores . . . . . . . . . . . . . . . . 18
2.1.1 Ações . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
2.1.2 Precificação das Ações . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
2.2 Derivativos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
2.2.1 Opções Binárias . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
2.2.2 Representação Candlestick . . . . . . . . . . . . . . . . . . . . . . . . . 22
2.2.3 Legislação no Brasil . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23
2.3 Análise do Mercado Financeiro . . . . . . . . . . . . . . . . . . . . . . 23
2.3.1 Análise Fundamentalista . . . . . . . . . . . . . . . . . . . . . . . . . . 24
2.3.2 Análise Técnica . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
2.3.3 Indicadores Técnicos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.3.3.1 Média Móvel Simples . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.3.3.2 Média Móvel Exponencial . . . . . . . . . . . . . . . . . . . . . . . . . . 26
2.3.3.3 Bandas de Bollinger . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
2.4 Séries Temporais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
2.4.1 Séries Temporais Financeiras . . . . . . . . . . . . . . . . . . . . . . . . 28
2.5 Redes Neurais Artificiais (RNA) . . . . . . . . . . . . . . . . . . . . . 29
2.5.1 Neurônio Biológico . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29
2.5.2 Neurônio Artificial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.5.3 Processo de Treinamento . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.5.4 Arquiteturas das Redes Neurais Artificiais . . . . . . . . . . . . . . . . . 32
2.5.4.1 Redes de camada única . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
2.5.4.2 Redes de múltiplas camadas . . . . . . . . . . . . . . . . . . . . . . . . 33
2.5.4.3 Algoritmo Backpropagation . . . . . . . . . . . . . . . . . . . . . . . . . 34
2.5.4.4 Redes Neurais Recorrentes . . . . . . . . . . . . . . . . . . . . . . . . . 36
2.5.4.4.1 Limitações das RNN . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37
2.5.4.5 Rede Long Short Term Memory (LSTM) . . . . . . . . . . . . . . . . . 38
2.6 Algoritmos Genéticos (AG) . . . . . . . . . . . . . . . . . . . . . . . . 39



2.6.1 Inicialização . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
2.6.2 Avaliação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
2.6.3 Seleção . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
2.6.4 Cruzamento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
2.6.5 Mutação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
2.6.6 Atualização e Critérios de Parada . . . . . . . . . . . . . . . . . . . . . 42

3 MATERIAIS E MÉTODOS . . . . . . . . . . . . . . . . . . . . . . 43
3.1 Recursos utilizados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43
3.2 Base de dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43
3.3 Método proposto . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44
3.3.1 Funcionamento do bot . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44
3.3.2 Coleta dos dados e organização da base de dados . . . . . . . . . . . . . 45
3.3.3 Organização do AG . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
3.3.3.1 População e Tamanho do indivíduo . . . . . . . . . . . . . . . . . . . . 47
3.3.3.2 Inicialização . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
3.3.3.3 Avaliação e Seleção . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
3.3.3.4 Cruzamento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
3.3.3.5 Mutação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
3.3.3.6 Atualização e Critérios de Parada . . . . . . . . . . . . . . . . . . . . . 48
3.3.4 Arquiteturas e Topologias escolhidas . . . . . . . . . . . . . . . . . . . . 48
3.4 Métricas de Avaliação do Desempenho . . . . . . . . . . . . . . . . . . 49
3.4.1 Matriz de Confusão . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
3.4.2 Raiz Quadrada do Erro Quadrático Médio - RSME . . . . . . . . . . . . 50
3.4.3 Acurácia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
3.4.3.1 Precisão . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
3.4.4 Recall . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
3.4.5 F1 Score . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51

4 RESULTADOS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
4.1 Primeiro teste . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
4.2 Segundo teste . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53
4.3 Terceiro teste . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54
4.4 Quarto teste . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
4.5 Quinto teste . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56

5 DISCUSSÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57

6 CONSIDERAÇÕES FINAIS . . . . . . . . . . . . . . . . . . . . . . 58



REFERÊNCIAS . . . . . . . . . . . . . . . . . . . . . . . . . . . . 59



14

1 INTRODUÇÃO

O mercado financeiro está longe de ser uma opção segura para quem deseja obter
ótimos lucros. Ele depende de inúmeros fatores, cada um com seu nível de importância, que
buscam representar a situação real do mercado (NASCIMENTO et al., 2015). É bastante
comum, em algumas situações, os investidores obterem um ótimo retorno investido, porém
em pouco tempo acabarem por perder tudo. Por conta dessa alta variância e incerteza do
mercado de capitais, muitos optam por abandonar tal modalidade de obtenção monetária.

O ato de investir não se resume a simplesmente comprar e vender ações de
uma empresa quando elas estão em baixa e alta, respectivamente. Existem vários estudos
e técnicas envolvidas que possibilitam uma melhor gestão do risco, sustentando melhores
tomadas de decisões por parte dos investidores. Dentre as mesmas, pode-se citar a análise
técnica, que faz uso principalmente de gráficos, juntamente com informações de preço e
volume dos ativos (MURPHY, 1999); análise fundamentalista que envolve o conhecimento
de toda a empresa o qual deseja-se investir, seja a contabilidade, estratégia financeira e
comercial, concorrentes, e dentre vários outros (KOBORI, 2012); e métodos computacionais,
que fazem uso de algoritmos de inteligência artificial para obter previsões mais assertivas
e com menor risco na hora de aplicar o capital, como uma rede LSTM (Long Short-Term
Memory) para previsão de tendências no mercado de ações (CHUNG; SHIN, 2018). Além
disso, a LSTM também já foi utilizada para predição de movimentos direcionais no
mercado de Forex, tendo base indicadores macroeconômicos (YILDIRIM; TOROSLU;
FIORE, 2021). Como se não bastasse, um robô investidor foi desenvolvido com redes
neurais artificiais e preditores econométricos (NAMATELA, 2017). Dentro do mercado de
opções binárias, a mesma já foi estudada através da aplicação de processos estocásticos,
na área da Econofísica (LIMA et al., 2020).

Embora o investidor seja capaz de aplicar diversas técnicas, ter um grande
conhecimento econômico, uma ótima gestão de risco e emocional e anos de experiência, não
existe certeza de lucro em suas operações. Com base nisso, é importante aplicar técnicas de
inteligência artificial para predizer as ações da bolsa de valores com maior precisão. Muitos
estudos citados mostram a aplicação das redes neurais e métodos estocásticos dentro do
mercado de ações. No entanto, na área de opções binárias que é relativamente recente, o
número de aplicações não é a mesma. Portanto, busca-se neste trabalho o desenvolvimento
de um bot investidor que utiliza redes neurais LSTM otimizadas com Algoritmos Genéticos,
dentro desta modalidade do mercado de Opções Binárias, a fim da rede poder predizer
com maior exatidão os resultados futuros e dar maior segurança para o Robô investidor
nas suas negociações.
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1.1 Objetivos

1.1.1 Objetivo Geral

• Criar um Robô investidor para prever as opções binárias da bolsa de valores
usando em redes LSTM otimizada por algoritmos genéticos.

1.1.2 Objetivos Específicos

• Realizar uma revisão bibliográfica sobre o mercado de ações, suas modalidades
e especificamente opções binárias;

• Implementar uma rede neural LSTM para predição dos valores dentro de uma
ou mais paridades de moedas;

• Usar o algoritmo genético para escolher as melhores variáveis de entrada na
Rede Neural LSTM;

• Comparar as predições realizadas para saber a sua eficiência quanto aos acon-
tecimentos reais;

• Criar um robô investidor para controlar automaticamente as operações binárias;

• Avaliar os resultados obtidos da previsão das direções da paridade escolhida.

1.2 Trabalhos Relacionados

Segundo Pring (2014) "Não há razão para que alguém não possa ganhar uma
quantia substancial de dinheiro nos mercados financeiros, mas há muitas razões pelas
quais muitas pessoas não o farão". Através desta afirmação e do já mencionado em tópicos
anteriores, o mercado financeiro é apresentado como uma interessante fonte de renda,
possui oportunidades tão reais quanto arriscadas. Destarte, caso fosse possível realizar a
previsão de futuras movimentações e preços de fechamento, a possibilidade de lucro só
tenderia a aumentar.

Além do uso de técnicas e análises humanas, métodos computacionais, alinhados
com inteligência artificial, tem sido amplamente utilizados. Nascimento et al. (2015), em
sua dissertação de mestrado apresentou como principal parâmetro do seu algoritmo o
indicador técnico conhecido como Média Móvel (MM). O algoritmo genético constitui
todo o esqueleto do funcionamento do projeto, pois através do seu mecanismo é que são
realizadas as predições dos valores de fechamento das ações selecionadas. Foram realizados
2 tipos de testes, um envolvendo 1 dia de projeção e outro com 5. De acordo com o autor,
os resultados obtidos foram melhores para os ativos cujas cotações diárias apresentaram
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poucas alterações abruptas em relação ao dia anterior. Para projeções de 5 dias, quanto
mais distante o dia predito era para o atual, menos precisa era a predição.

Chung e Shin (2018), utilizou uma abordagem híbrida entre um algoritmo
genético e uma rede neural LSTM. Esta é uma rede bastante utilizada em problemas de
previsão de séries temporais devido a sua "célula de memória"que a possibilita armazenar
informações de longo prazo. Neste trabalho, o algoritmo genético foi utilizado de forma a
otimizar a melhor janela de tempo e o número de unidades LSTM para a predição das
séries temporais financeiras. A maneira mais efetiva em analisar o mercado, de acordo
com o AG, foi com uma janela de tempo de 10 dias anteriores para treinamento e 15 e 7
unidades LSTM para duas camadas ocultas, respectivamente.

Lima et al. (2020), utilizou unicamente do indicador técnico estocástico para
simular o saldo de dois traders em diferentes taxas de acertos dentro de um período de
trading de opções binárias. O primeiro trader opera aleatoriamente jogando uma moeda,
onde cara significa compra e coroa significa venda. Ele opera com pagamento de 80%
e realiza até 200 ordens por dia durante 3 dias seguidos. O segundo trader utiliza uma
estratégia que acerta 70% em média das operações. Os resultados obtidos foram que o
primeiro trader quebrou uma banca de R$ 1000,00 quebrou a conta em 3 dias e o segundo
trader triplicou o saldo em cada dia.

Giacomel (2016) propôs um método de compra e venda de ações baseado
nas previsões de dois ensembles de redes neurais. Os resultados destes preveem se uma
determinada ação irá subir ou descer. Este método foi testado em dois conjuntos de dados:
mercado de ações norte americano (S&P 500) e brasileiro (Bovespa) e em 89% dos casos
avaliados os operadores foram capazes de obter lucro.

Namatela (2017), na sua dissertação de mestrado apresenta um robô com uma
metodologia que alia previsões realizadas por redes neurais e preditores econométricos
que são otimizados gradativamente no tempo. Dentro desta, as ações selecionadas são
aquelas que possuem um histórico de alta liquidez e também há um algoritmo responsável
pela negociação que possui uma gestão de risco otimizada continuamente. A respeito dos
resultados, o robô possui o seu desempenho equivalente aos melhores preditores individuais
de cada classe existente. Em resumo, ele possuiu uma taxa de acerto média de 58.3%.

1.3 Estrutura do Trabalho

Este trabalho está dividido em cinco capítulos principais: fundamentação
teórica, metodologia, resultados, discussão e considerações finais. No segundo capítulo, está
apresentada a fundamentação teórica que discorre sobre o mercado financeiro, abordando o
seu funcionamento, sobre as ações e quais as modalidades presentes no mercado. Após isso,
são exploradas as análises de mercado utilizadas juntamento com os indicadores técnicos
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que foram utilizados no algoritmo. Além disso, são apresentadas as redes neurais e suas
arquiteturas mais conhecidas na literatura, juntamente com o algoritmo backpropagation,
que é fundamental para o desempenho das redes neurais como são conhecidas atualmente.
Por fim, a rede LSTM é apresentada, pois esta é a rede implementada neste trabalho. Além
de descrever sobre a teoria dos algoritmos genéticos. No terceiro capítulo, é apresentada
a metodologia proposta, como o bot investidor foi construído e o seu funcionamento
interno, juntamente com as configurações dos algoritmos de desenvolvidos, como a redes
LSTM e os Algoritmos Genéticos, detalhando o funcionamento do algoritmo, tal como foi
organizada cada etapa, como a base de dados, as fases do algoritmo genético e os critérios
de parada da rede neural. No quarto capítulo, é apresentado os resultados. Neste, somente
os principais testes foram registrados e mostrados como os parâmetros adotados em cada
um deles influenciaram no desempenho da rede. No quinto capítulo as discussões a cerca
dos resultados obtidos são realizadas. Por fim, são apresentadas as considerações finais a
respeito de todo o trabalho desenvolvido.
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2 FUNDAMENTAÇÃO TEÓRICA

2.1 O Mercado Financeiro e a Bolsa de valores

O mercado de capitais é um sistema de distribuição de valores mobiliários, que
tem o propósito de proporcionar liquidez aos títulos de emissão de empresas e viabilizar
seu processo de capitalização. É constituído pelas bolsas de valores, sociedades corretoras
e outras instituições financeiras autorizadas (BOVESPA, 2008). Quando um país possui
várias empresas de capital aberto, estas empresas precisam de um lugar em comum para
negociar suas ações (ou ativos): a bolsa de valores. Neste local, entre outras atividades,
são feitas as compras e vendas das ações das empresas lá cadastradas (GIACOMEL, 2016).
Além de ações, a bolsa também permite a negociação de outros valores mobiliários.

Por ser um canal fundamental na captação de recursos que permitem o desen-
volvimento das empresas, gerando novos empregos e contribuindo para o progresso do
País, o mercado acionário também se constitui em uma importante opção de investimento
para pessoas e instituições (BOVESPA, 2008). Os investimentos são tradeoffs que ocorrem
ao longo do tempo: firmas e indivíduos incorrem em custos hoje na esperança de obter
ganhos no futuro (O’SULLIVAN; SHEFFRIN, 2000 apud COSTA; CRUZ, 2016).

O mercado acionário, estruturalmente, divide-se em (LOPES, 2012 apud NAS-
CIMENTO et al., 2015):

• Mercado primário: é a fase introdutória do mercado de ações. Nessa fase, as
ações são negociadas pela primeira vez e corresponde ao processo de concessão
e disponibilização de novas ações nesse mercado.

• Mercado secundário: é a fase posterior ao mercado primário. Nessa fase, há
a comercialização, entre investidores de mercado, das ações disponibilizadas no
mercado primário. Quando um investidor adquire uma ação, ele passa a ser
dono dessa ação, podendo vendê-la para outros investidores.

2.1.1 Ações

Dentre os investimentos em renda variável encontram-se as ações, que “repre-
sentam a menor parcela do capital social de uma sociedade por ações"(FORTUNA, 2006
apud LANZARINI et al., 2011). A partir do momento em que o investir adquire uma ação,
ele passa a desfrutar os lucros e prejuízos da companhia. Assim, as ações, quanto a espécie,
podem ser classificadas em:

• Ações Ordinárias: conferem direito de voto a seu titular nas deliberações
das assembleias de acionistas, além da participação nos lucros da sociedade. O
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proprietário de ações ordinárias tem responsabilidades e obrigações correspon-
dentes ao montante de ações possuídas (OLIVEIRA, 1986 apud MUELLER et
al., 1996).

• Ações Preferenciais: normalmente não dão direito de voto. Entretanto,
possuem vantagens e preferências em relação às ações ordinárias, protegendo
seus titulares contra decisões tomadas nas assembleias de acionistas (SA, 1987
apud MUELLER et al., 1996). Essas preferências consistem em prioridade na
distribuição de dividendos, no reembolso de capital no caso de dissolução da
empresa e na acumulação dessas vantagens (CASTRO, 1979 apud MUELLER
et al., 1996).

2.1.2 Precificação das Ações

A cotação de uma ação contém dados diários que são referentes as operações
de compra e venda das ações (LOPES, 2012 apud NASCIMENTO et al., 2015). Desse
modo, a forma mais comum de se analisar o desempenho de uma ação é observando o seu
preço final. Os investidores usam métricas de avaliação que podem ser muito utilizadas,
isoladamente ou em conjunto, para a obtenção de indicadores de ativos. As métricas
utilizadas por investidores mais especializados para realizar uma avaliação mais profunda
do preço de uma ação são as seguintes (GIACOMEL, 2016):

• Fechamento: é o valor que a ação atingiu ao final do período. É a métrica
mais conhecida e utilizada na análise do mercado;

• Abertura: é o preço da ação no momento da abertura do pregão. Não é
necessariamente igual ao valor de fechamento do dia anterior, visto que geral-
mente uma ação começa o dia já em alta ou em queda, devido a operações de
pre-market, feitas antes do horário de abertura do pregão, e de after-market,
feitas após o final do pregão anterior;

• Máximo: é o valor máximo atingido pela ação ao longo do período. Este valor
ajuda na interpretação de um preço porque quando o valor máximo de uma
ação é muito maior do que o valor de fechamento, significa que o preço da ação
caiu ao longo do período e a tendência é de que continue caindo no período
seguinte. O inverso pode ser interpretado para um valor máximo muito perto
do valor de fechamento;

• Mínimo: é o menor valor atingido por uma ação durante o dia. Sua interpre-
tação é inversa à do valor máximo;

• Volume: é a soma do valor envolvido em todas as operações de compra e venda
de determinada ação ao longo do dia. Pode variar entre alguns milhares de
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reais para empresas menores, como a Grazziotin , até centenas de milhões de
reais para as maiores empresas do Brasil, como a Vale e a Petrobras, além de
alguns bancos e construtoras. O volume por si só não permite deduções sobre o
comportamento do mercado, mas a análise de seu histórico permite identificar
o início ou o final de tendências. Por exemplo, quando o volume é alto por
um certo período e depois começa a cair, significa que o interesse do mercado
pela tendência adquirida pela ação está acabando, o que pode significar que a
mesma mudará.

2.2 Derivativos

Um derivativo pode ser definido como um instrumento financeiro cujo valor
depende (ou deriva) dos valores de outras variáveis subjacentes mais básicas. Uma opção
sobre ações, por exemplo, é um derivativo cujo valor depende do preço de uma ação.
Contudo, os derivativos podem depender de qualquer variável, desde o preço da carne à
quantidade de neve que cai em um determinado resort para esquiadores (HULL, 2016).

Um exemplo prático seria, como explana Lima et al. (2020), de um proprietário
de um veículo que deseja comprar um seguro: "Se considerarmos que o automóvel é o ativo
principal, então o seguro é um instrumento derivativo dele. O seguro de automóvel permite
que o risco ligado ao veículo seja transferido à seguradora...", assim, essa habilidade de
transferir risco é de grande importância nos mercados financeiros modernos.

De acordo com (HULL, 2016), existem dois tipo de opção: compra e venda.
Uma opção de compra (call) dá ao titular o direito de comprar o ativo subjacente até uma
determinada data por um preço específico. Por exemplo, caso o investidor imagine que
o preço de determinada ação A irá subir dentro de uma faixa de tempo, então ele pode
comprar esta opção de call que lhe dá o direito de adquirir esta A, posteriormente, por
um valor do contrato estabelecido no momento da compra, também conhecido como preço
de exercício ou strike price. Ou seja, a obtenção de lucro acontece quando o preço da ação
A é valorizada e o investidor pode vendê-la a um valor superior ao de compra na data de
expiração ou vencimento do contrato. Caso contrário, é perdido todo o valor investido. No
entanto, uma opção de venda (put) dá ao titular o direito de vender o ativo subjacente
até uma determinada data por um preço específico. Por exemplo, o valor da ação é RS
40,00 e o investidor imagina que ela será desvalorizada. Então ele pode comprar a opção
de put que lhe dará o direito de vendê-la a um valor de R$ 35,00 até o strike price. Caso o
mercado siga a especulação do investidor e o preço de A chegue a R$ 30,00, ele pode obter
lucro de R$ 5,00 por ação. Em situação contrária, todo o dinheiro da operação é perdido.

Nota-se, de acordo com Lima et al. (2020), que as operações de compra (call)
são como "seguros"contra possíveis elevações do valor do ativo A. Do mesmo modo, as
operações de venda (put) são como "seguros"contra possíveis quedas do preço do ativo A.
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2.2.1 Opções Binárias

As Opções Binárias são relativamente mais simples que as citadas na seção
anterior. Aqui não se investe na compra ou venda do ativo, mas unicamente na sua
movimentação de alta ou baixa dentro de uma faixa de tempo pré-definido. As OB não
levam em consideração a intensidade de alta/baixa, mas o simples fato de estarem com o
valor mais alto ou baixo após um período.

Considere o seguinte exemplo ilustrativo: o "trader"está operando operações
binárias em pares cambiais utilizando a paridade EUR/USD. Dentre os tempos de operação
disponíveis ele tem 1, 5, 15 minutos, 1 hora, 1 dia, dentre outros. Ele decide realizar suas
ordens de compra ou venda dentro de 5 minutos. Dessa forma, ele estará especulando se o
preço deste ativo estará mais alto ou mais baixo dentro dessa janela de tempo escolhida.

A figura 1 demonstra a realização das operações em uma corretora de inves-
timentos (plataforma de "trading"). Na figura, possui uma área que mostra o seu saldo
(neste caso é uma conta de demonstração em dólar) e a opção de depositar mais fundos.
Também, uma caixa de entrada Tempo, para escolher o tempo de expiração da próxima
candle, e outra para escolher o valor que será utilizado na operação (neste caso, $2,00).
Pode-se ver também o rendimento (ou payout) da operação e os botões de compra ou
venda. Por fim, no canto inferior esquerdo, é possível selecionar o tipo de gráfico, período
da vela (candle), ferramentas gráficas, os indicadores e o período de visualização das velas.

Figura 1 – Representação do ambiente de operações em uma corretora

Fonte: IQ Option <https://iq-option.com/>.

Os instrumentos financeiros que são usados para operar Opções Binárias são
pares cambiais (Ex: EUR/USD, GBP/USD, USD/JPY), “commodities” (Ex: Ouro, Prata,

https://iq-option.com/
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Petróleo), índices (Ex: Dow Jones, S&P500, Nasdaq), acões (Ex: Google, Facebook, Audi)
e criptomoedas (Ex: Bitcoin, Ripple, Ethereum) (LIMA et al., 2020). Segundo Samúdio
(2012), as opções Binárias ou Opções Digitais são opções de “tudo ou nada” que dão ao
investidor um pagamento fixo, se os critérios da opção forem cumpridos, isto é, há um
retorno específico. Tal retorno se baseia no payout definido no momento da operação. Ou
seja, os movimentos, ainda que mínimos, podem criar resultados significativos.

2.2.2 Representação Candlestick

Uma das ferramentas de análises financeiras mais antigas e conhecidas é o
candle. O estudo dos candle para previsão de tendências é chamado de candlestick. A
técnica foi desenvolvida pelos japoneses e as primeiras referências datam do século 18,
quando voltadas para análises de movimentos do mercado de arroz na província de Osaka
no Japão (NAMATELA, 2017).

Um candle pode ser considerado como a ferramenta mais utilizada pelos traders
para Opções Binárias. Nele estão estão representados os valores de abertura, fechamento,
máxima e mínima de um ativo. Pode ser visto de várias formas, sendo os mais comuns
estão branco para alta e preto para baixa. As cores dependem da corretora a ser usada. Os
valores de abertura e fechamento são representados pelos limites horizontais dos retângulos
(Figura 2). Uma candle é considerada de alta caso o valor de fechamento é superior ao de
abertura e de baixa se o de fechamento for inferior ao de abertura. Os valores de máximo e
mínimo são mostrados através das linhas verticais acima e/ou abaixo do corpo do candle.

Figura 2 – Representação de candles

Fonte: Autor.
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2.2.3 Legislação no Brasil

A Comissão de Valores Mobiliários (CVM) é uma entidade autárquica, nor-
matizadora, fiscalizadora, vinculada ao ministério da economia e voltada ao mercado de
títulos e valores mobiliários. Os investimentos que envolvem operações com o mercado
de ações, ou de derivativos delas no Brasil, são supervisionados pela CVM (LIMA et al.,
2020).

Uma corretora de valores, segundo definição dada pela CVM, deve intermediar
transações entre partes interessadas nos mercados de valores mobiliários regulamentados
(NAMATELA, 2017). Quando um investidor abre um cadastro numa corretora para operar
na bolsa de valores no Brasil (Bovespa), ao mesmo tempo, ele estará abrindo cadastros
também na Bovespa, no banco liquidante e na Companhia Brasileira de Liquidação e
Custódia (CBLC). Então, na CBLC vão ficar registradas as ações e títulos. Desse modo, se
a corretora do investidor quebrar, desaparecer, etc, o mesmo não correrá riscos de perder
os valores mobiliários, pois tem tudo registrado na CBLC (LIMA et al., 2020).

A CVM não recomenda as modalidades de FOREX e OB, pois ambas não
estão cadastradas. Desse modo, não oferecem segurança nas operações. Sem que haja o
registro na CVM, não há para o investidor qualquer garantia de que o “corretor” ou a
“empresa” realmente exista ou que possua a identidade que afirma ter. Desse modo, caso
a operação seja realizada com instituições que não tenham o registro na CVM, também
será muito mais difícil para ela e para qualquer outro órgão fiscalizador, caso isso seja
necessário, localizar os autores do dano e identificar o prejuízo causado (CVM, 2009).

Embora não seja recomendada pela CVM, não se torna ilegal operar no Brasil.
De acordo com a CVM, não há ilegalidade em um brasileiro realizar um investimento no
estrangeiro, que pode ser a aquisição de um instrumento financeiro ou até de uma casa,
desde que sejam observadas as normas aplicáveis, inclusive as definidas pelo Banco Central
do Brasil, assim como seja realizado através de instituições regularmente constituídas para
o exercício da atividade (CVM, 2009).

2.3 Análise do Mercado Financeiro

O investimento no mercado acionário advém da expectativa de ganhos decorren-
tes do rendimento das ações adquiridas e de sua valorização no mercado. “Quem compra
ações, mesmo inconscientemente, especula sobre a possibilidade de rendimentos futuros,
o comportamento do mercado e a possibilidade de valorização do papel” (OLIVEIRA,
1986 apud MUELLER et al., 1996). Existem duas abordagens que se propõem a estudar
o mercado financeiro: análise fundamentalista e análise técnica (NASCIMENTO et al.,
2015). Ambas podem ser consideradas complementares, porém diferem na sua natureza.
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2.3.1 Análise Fundamentalista

A análise fundamentalista trata da tomada de decisão no mercado com base na
saúde financeira das companhias nas quais pretende-se negociar suas ações (NAMATELA,
2017). A escola fundamentalista, ou análise fundamentalista, utiliza alguns modelos e
índices para inferir valores do mercado, como índice de preços e lucros projetados, índice
de preços e lucros históricos, fluxo de caixa descontados das projeções, rentabilidade do
patrimônio, apuração de dividendos pagos por ação e outros (NASCIMENTO et al., 2015).

Assim, a análise fundamentalista, através da identificação e estudo de fatores
que influenciam no desempenho das empresas, procura determinar o valor intrínseco
de uma ação, favorecendo a tomada de decisão dos investidores do mercado acionário
(MUELLER et al., 1996). Os dados oriundos deste tipo de análise são utilizados para
estimar movimentos futuros e operar, principalmente, a longo prazo (NAMATELA, 2017).

2.3.2 Análise Técnica

O princípio da análise técnica fundamenta-se no estudo da precificação de
ações por intermédio de gráficos e de fórmulas matemáticas de natureza estatística e
probabilística, parâmetros de cotações das ações, tendências futuras, entre outros (CRUZ,
2011 apud NASCIMENTO et al., 2015). Os elementos importantes nessa análise são
volume das negociações, padrões gráficos e indicadores técnicos (LIMA et al., 2020).

Para interpretar o desempenho das ações e do mercado, a análise técnica visua-
liza os dados através dos gráficos, mostrando uma série histórica de preços, e permitindo a
identificação de tendências e formações na cotação das ações, podendo traduzir o com-
portamento do mercado e avaliando a participação de massas de investidores na indução
dessas oscilações (RUDGE, 1993 apud MUELLER et al., 1996).

Os indicadores de análise técnica são agrupados em três conjuntos distintos e
as seguintes descrições de cada um são feitas a seguir (NAMATELA, 2017):

• Rastreadores ou seguidores de tendência: são indicadores que estão
sempre atrasados em relação ao mercado pois sua fórmula de cálculo apenas sin-
tetiza informações históricas. São recomendados para investidores conservadores
pois denotam confirmação de tendências. Estes permitem aproveitar apenas
parcialmente as oportunidades de operação, já que estão sempre atrasados.
Enquadram-se neste grupo: Médias móveis diversas, Average Direcional Index
(ADX), Moving Average Convergence and Divergence (MACD), On Balance
Volume (OBV), dentre outros.

• Osciladores: indicam previsão de reversão ou esgotamento de uma tendência.
São recomendados a investidores predispostos ao risco pois, como tentam
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prever acontecimentos futuros, não podem garantir a concretização de um dado
movimento. Na categoria de osciladores pode-se citar, como exemplo, Índice de
Força Relativa (IFR), Rate of Change (ROC), Force Index (FI), Momentum,
Estocástico, dentre outros.

• Operadores por canais: diz respeito a combinação de alguns operadores da
classe de rastreadores com outros da classe de osciladores. Estes possuem por
objetivo definir quando um preço está próximo ou distante do seu valor dito
“devido” para um dado momento de interesse. São incluídos neste grupo Canais
Simples, Envelopes de Médias Móveis, Bandas de Bollinger dentre outros.

Desse modo, para ser bem-sucedida, a análise técnica deve ser considerada
como a arte de avaliar a posição técnica de um determinado título com o auxílio de vários
indicadores cientificamente pesquisados (PRING, 2014).

2.3.3 Indicadores Técnicos

Para entender melhor o comportamento de determinada ação e a tendência
que essa ação está seguindo, apenas observar o histórico de seus preços não é suficiente,
pois esse histórico não mostra a análise psicológica do que está acontecendo (GIACOMEL,
2016). Este sinal, ao demonstrar fatores psicológicos e emocionais dos traders envolvidos
nesse mercado, pode nos alertar sobre uma reversão iminente no movimento atual dos
preços do papel, quando este estiver muito saturado (DEBASTIANI, 2007).

Em geral, estes indicadores são fórmulas que recebem como entrada dados
anteriores de uma ação específica e retornam um ou mais valores que podem ser usados
para tentar prever a sua tendência no próximo período (GIACOMEL, 2016). A seguir,
serão mostrados os indicadores técnicos que serviram de parâmetros para enriquecer a
base de dados empregue pelo algoritmo.

2.3.3.1 Média Móvel Simples

Este indicador de tendência funciona de forma bastante simples. Nada mais
é do que a média aritmética, cuja soma dos preços é dividida pela quantidade de dias
(NASCIMENTO et al., 2015). Este indicador é muito útil, pois as séries temporais
financeiras possuem muito ruído, e fazer a média de seus valores ajuda a eliminar essas
pequenas variações, filtrando falsas mudanças de tendência (GIACOMEL, 2016). Como o
nome sugere, é uma média móvel que se move: os dados mais antigos são retirados e novos
são adicionados, conforme o período definido.

O sinal de compra é dado quando a linha de preço cruza a linha da média de
baixo para cima, já o sinal de venda é visto quando a linha de preço cruza a linha da
média de cima para baixo (PINHEIRO, 2008 apud JOHANN; VIDAL; TÁRTARO, 2010).
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Ainda é necessário considerar alguns critérios para a interpretação dessas médias, como:
as médias são linhas de resistência nos movimentos de alta e suporte nos de baixa e a
média pode ser utilizada como aviso de reversão de tendência quando as cotações estão
num movimento de alta ou de baixa.

A média móvel simples é calculada conforme a seguinte equação 2.1:

MMsimples = P1 + P2 + ...PN

N
(2.1)

onde,

P = preço de que se está calculando a média.

N = número de dias da média móvel (determinado pelo investidor)

2.3.3.2 Média Móvel Exponencial

A média móvel exponencial (MME) é melhor ferramenta de acompanhamento
de tendência do que a média móvel simples. Ela atribui maior peso aos dados mais recentes
e reage com mais rapidez às mudanças do que a MM simples (ELDER, 2004). Para
(JOHANN; VIDAL; TÁRTARO, 2010), a diferença entre a MMS e a MME é que a média
dos preços da ação nos últimos n dias não é a aritmética, mas sim a exponencial.

A média móvel exponencial é representada na equação 2.2:

MME = Phoje ∗ K + MMEontem ∗ (1 − K) (2.2)

onde,

K = 2
N+1

N = Número de dias da MME (escolhido pelo investidor)

Phoje = preço de hoje

MMEontem = a MME de ontem

2.3.3.3 Bandas de Bollinger

A construção das Bandas de Bollinger é feita a partir de uma medida de ten-
dência central, que é uma média móvel simples (soma dos preços, dividida pela quantidade
de preços), e a construção das bandas superior e inferior, formadas por uma medida de
volatilidade, conhecida como desvio padrão móvel (MENDONÇA et al., 2018). A caracte-
rística exclusiva das bandas de Bollinger é o fato de suas larguras variarem em resposta à
volatilidade do mercado e suas regras de negociação diferem das de outros canais (ELDER,
2004).

Quando os preços sobem e ultrapassam uma banda de Bollinger muito estreita,
eles emitem um sinal de compra. Quando caem e ultrapassam uma banda de Bollinger
muito estreita, eles emitem um sinal de venda (ELDER, 2004).
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Neto et al. (2018), descreveu que as Bandas de Bollinger contemplam geralmente
três parâmetros, com as seguintes configurações:

• Uma faixa intermediária, na equação 2.3:

SMA = 1
N

×
∞∑

i=M−N

xi (2.3)

onde M é o número total de observações, e xi conjunto de dados históricos.

• Uma banda superior: é deslocado pelo padrão K desvios acima da faixa do
meio: SMA + K × σN , sendo

σN =
√√√√ 1

N
×

∞∑
i=M−N

(xi − SMA)2 (2.4)

um desvio padrão calculado para as mais recentes N observações.

• Uma banda inferior: é deslocado para baixo o K desvios padrões abaixo da
faixa intermediária:

SMA − K × σN (2.5)

Ainda segundo Neto et al. (2018), no modelo básico das Bandas de Bollinger
utiliza-se o parâmetro K igual a 2, embora o mesmo possa ser ajustado.

2.4 Séries Temporais

A classe de fenômenos cujo processo observacional e, consequente, quantificação
numérica gera uma sequência de dados distribuídos no tempo é denominada série temporal
(SOUZA, 1989 apud MUELLER et al., 1996). Os valores de uma série temporal podem
variar apenas com o passar do tempo ou de acordo com um conjunto de variáveis, desde
que todas sejam dependentes do tempo (GIACOMEL, 2016).

Uma série temporal discreta pode ser representada pela equação 2.6

XT = {x1, x2, ..., xt} (2.6)

Sendo que cada observação discreta xt está associada a um instante de tempo
distinto, existindo uma relação de dependência serial entre essas observações (MUELLER
et al., 1996). São exemplos de séries temporais: o registro de chuvas ao longo do mês,
o número de casos de COVID-19 em um ano, o preço de uma criptomoeda no último
semestre, e outros dados ao longo do tempo.

De acordo com Mueller et al. (1996), através da abstração de regularidades
contidas nos fenômenos observáveis de uma série temporal existe a possibilidade de se
construir um modelo matemático como uma representação simplificada da realidade.



Capítulo 2. Fundamentação Teórica 28

2.4.1 Séries Temporais Financeiras

Uma série temporal financeira é aquela que modela os valores de determinado
indicador econômico ao longo do tempo. Normalmente, séries temporais podem possuir
cinco características: tendência, sazonalidade, algum ponto de influência discrepante, uma
variância que se altera no tempo - heterocedasticidade condicional e não linearidade
(OLIVEIRA, 2007; GIACOMEL, 2016). Algumas dessas características são:

• Presença de tendências: as séries temporais mais simples são estacionárias,
ou seja, variam em torno de um valor médio constante. Já o comportamento das
séries temporais financeiras segue tendências de alta e de queda, com durações
variáveis, dependendo dos parâmetros do mercado;

• Sazonalidade: valores alcançados por uma série temporal dentro de um período
específico de tempo e que pode se repetir posteriormente dentro do mesmo
período. Por exemplo, as ações de uma loja de perfumes registrarem alta maior
sempre no período do dia das mães em relação aos outros meses do ano;

• Pontos influentes: valores incomuns que fogem do padrão do restante da
série temporal, podendo ser um momento de alta volatilidade do mercado, com
grandes altas ou quedas nos preços, que depois voltam ao seu patamar normal;

• Heteroscedasticidade condicional: os valores de entrada e saída de série
são variantes no tempo, tornando a série temporal mais aleatória.

• Não linearidade: devido à sua complexidade e ao seu comportamento esto-
cástico, não é possível modelar esta série temporal usando uma função linear.

A figura 3 ilustra uma série temporal dos valores da paridade Euro-Dólar ao
longo do ano de 2021, demonstrando como o Euro se desvalorizou em relação ao Dólar.

Figura 3 – Série temporal financeira representando os valores da paridade Euro-Dólar

Fonte: Yahoo Finance



Capítulo 2. Fundamentação Teórica 29

2.5 Redes Neurais Artificiais (RNA)

Uma rede neural artificial é um modelo matemático inspirado no comportamento
do cérebro humano (MCCULLOCH; PITTS, 1943 apud GIACOMEL, 2016). Segundo
Oliveira (2007), o estudo das redes neurais tem progredido por várias décadas e é originado
das pesquisas sobre Inteligência Artificial (IA), a qual tem o interesse de entender o
cérebro e/ou criar uma máquina que mimetize suas funções. Para Braga, Carvalho e
Ludermir (2000), as RNAs tentam reproduzir as funções das redes biológicas, buscando
implementar seu comportamento básico e sua dinâmica. No entanto, do ponto de vista
físico, no momento as redes artificiais se diferem bastante das redes biológicas.

A RNA utiliza de um conjunto de dados como parâmetros de entrada. Em
seguida, os dados são processadas para gerar um conjunto de saídas. Por fim, a diferença
entre o conjunto e as respostas esperadas é calculado para fazer o ajuste da qualidade da
rede (NAMATELA, 2017). Atualmente, as RNAs são consideradas um assunto interdis-
ciplinar, indo dos biólogos e psicólogos até físicos, engenheiros, matemáticos, cientistas
da computação e estatísticos (OLIVEIRA, 2007). Isso só demonstra o quão grande é a
capacidade de solução de problemas que as RNAs possuem.

2.5.1 Neurônio Biológico

O sistema nervoso humano é formado por uma rede de neurônios, unidade
básica do cérebro, responsável pelos fenômenos conhecidos como pensamento, emoção e
cognição, além da execução das funções sensório-motoras e autônomas (WASSERMAN,
1989 apud MUELLER et al., 1996).

Conforme Braga, Carvalho e Ludermir (2000), os neurônios, conforme ilustrado
na figura 4, são divididos em três seções:

• Dendritos: tem por função receber as informações, ou impulsos nervosos,
oriundas de outros neurônios e conduzi-las até o corpo celular. Possuem poucos
milímetros de comprimento;

• Corpo da célula: corpo do neurônio. Após a receber a informação dos den-
dritos, processa a mesma e gera novos impulsos que são transmitidos a outros
neurônios através do axônio. Mede apenas alguns milésimos de milímetros;

• Axônio: canal de comunicação entre diferentes neurônios. O ponto de contato
entre a terminação axônica de um neurônio e o dendrito de outro é chamado
de sinapse. É pelas sinapses que os nodos se unem funcionalmente , formando
redes neurais. Segundo (BEALE; JACKSON, 1990 apud MUELLER et al.,
1996), a informação que chega ao axiônio só é repassada adiante caso ela exceda
um determinado limiar. É mais longo, tem calibre uniforme.
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Figura 4 – Representação simplificada de um neurônio

Fonte: Retirado de https://www.deeplearningbook.com.br/o-neuronio-biologico-e-matematico/

2.5.2 Neurônio Artificial

A rede neural é representada por um grafo orientado, onde cada nó deste grafo
representa um neurônio e cada aresta representa uma sinapse, ou seja, uma conexão entre
dois neurônios. A menor unidade de uma rede neural é o próprio neurônio (GIACOMEL,
2016). De acordo com Haykin (2001), um neurônio é uma unidade de processamento de
informação que é fundamental para a operação de uma rede neural. A figura 5 representa
o modelo de um neurônio, que forma a base para o projeto de redes neurais (artificiais).

Figura 5 – Representação de um neurônio artificial

Fonte: Retirado de (HAYKIN, 2001)

De acordo com a figura 5, Haykin (2001) enumera três elementos básicos do
modelo neuronal:
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1. Um conjunto de sinapsess, cada uma caracterizada por um peso. Um sinal xj na
entrada da sinapse j conectada ao neurônio k é multiplicada pelo peso sináptico wkj.
O peso sináptico de um neurônio artificial pode estar em um intervalo que inclui
valores negativos bem como positivos.

2. Um somador ou combinador linear para somar os sinais de entrada, ponderados
pelas respectivas sinapses do neurônio;

3. Uma função de ativação para restringir a amplitude da saída de um neurônio.
Tipicamente, o intervalo normalizado é escrito como intervalo unitário fechado [0,1]
ou [-1, 1];

Segundo Giacomel (2016), o valor de saída do neurônio pode ser tanto o valor
da saída da própria rede neural quanto o valor de entrada a ser fornecido para um próximo
neurônio. Isto significa que, apesar de sua arquitetura simples, um neurônio pode ser
combinado tanto em série quanto paralelamente a outros neurônios para formar uma rede
complexa capaz de solucionar problemas maiores.

A figura 5 também possui um bias aplicado externamente, representado por
bk. Este tem o efeito de aumentar ou diminuir a entrada líquida da função de ativação,
dependendo se ele é positivo ou negativo, respectivamente. Podemos descrever um neurônio
k através das equações 2.7 e 2.8 (HAYKIN, 2001):

uk =
m∑

j=1
wkjxj (2.7)

e

yk = φ(uk + bk) (2.8)

onde, x1, x2, ..., xm são os sinais de entrada; wk1, wk2, ..., wkm são os pesos
sinápticos do neurônio k; uk é a saída do combinador linear devido aos sinais de entrada;
bk é o bias; φ(.) é a função de ativação; e yk é o sinal de saída do neurônio.

2.5.3 Processo de Treinamento

As RNAs possuem a capacidade de aprender por exemplos e fazer interpolações
e extrapolações do que aprenderam. Um conjunto de procedimentos bem-definidos para
adaptar os parâmetros de uma RNA para aprender uma determinada função é chamado
de algoritmo de aprendizado (BRAGA; CARVALHO; LUDERMIR, 2000).

Dessa forma, a rede deve ser ajustada para que a aplicação de um conjunto de
entradas produza a saída desejada (MUELLER et al., 1996). Esse ajuste pode ser obtido
através das seguintes formas:
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• Sem treinamento: os valores dos pesos sinápticos são estabelecidos explicita-
mente (MASSONG; WANG, 1990 apud MUELLER et al., 1996).

• Treinamento supervisionado: durante o treinamento, as saídas desejadas
da rede são conhecidas. O erro calculado a partir da diferença entre o valor
desejado e saída real, pode ser utilizado para realimentar a rede para melhorar
o seu desempenho (HAYKIN, 2001 apud OLIVEIRA, 2007);

• Treinamento não supervisionado: existe falta de realimentação para dizer
se o objetivo da aprendizagem foi alcançado ou não (HAYKIN, 2001 apud
OLIVEIRA, 2007). Somente os padrões de entrada estão disponíveis para
a rede. A partir do momento em que a rede estabelece uma harmonia com
as regularidades estatísticas da entrada de dados, desenvolve-se nela uma
habilidade de formar representações internas para codificar características
da entrada e criar novas classes ou grupos automaticamente. Este tipo de
aprendizado só se torna possível quando existe redundância nos dados de
entrada (BRAGA; CARVALHO; LUDERMIR, 2000);

• Aprendizado por reforço: O aprendizado por reforço pode ser visto como
um caso particular de aprendizado supervisionado. No aprendizado por reforço
a única informação de realimentação fornecida à rede é se uma determinada
saída está correta ou não, isto é, não é fornecida à rede a resposta correta para
o padrão de entrada. No aprendizado por reforço o desempenho é baseado em
qualquer medida que possa ser fornecida ao sistema (BRAGA; CARVALHO;
LUDERMIR, 2000);

2.5.4 Arquiteturas das Redes Neurais Artificiais

A maneira pela qual os neurônios de uma rede neural estão estruturados está
intimamente ligada com o algoritmo de aprendizagem usado para treinar a rede (HAYKIN,
2001). Fazem parte da definição da arquitetura os seguintes parâmetros: número de camadas
da rede, número de nodos em cada camada, tipo de conexão entre os nodos e topologia da
rede (BRAGA; CARVALHO; LUDERMIR, 2000).

2.5.4.1 Redes de camada única

Em uma rede neural em camadas, os neurônios estão organizados na forma de
camadas (HAYKIN, 2001). Só existe um nó entre qualquer entrada e qualquer saída da
rede (BRAGA; CARVALHO; LUDERMIR, 2000). Segundo Giacomel (2016), o tipo de
rede mais simples é o de camada única, ou Single Layer Perceptron (SLP). Esta é capaz
apenas de classificar problemas linearmente separáveis, logo é necessário um tipo de rede
mais complexo para tratar problemas maiores. Esta rede também pode ser considerada
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acíclica ou feedforward. Ou seja, a saída de um neurônio na i-ésima camada da rede não
pode ser usada como entrada de nodos em camadas de índice menor ou igual a i (BRAGA;
CARVALHO; LUDERMIR, 2000). Ela está representada na figura 6.

Figura 6 – Rede de camada única.

Fonte: Retirado de (HAYKIN, 2001).

2.5.4.2 Redes de múltiplas camadas

A rede multicamadas, ou Multilayer Perceptron (MLP), é um tipo de rede mais
avançado e permite a resolução de problemas mais complexos (GIACOMEL, 2016). Para
(HAYKIN, 2001), este tipo se distingue pela presença de uma ou mais camadas ocultas,
cujos nós computacionais são chamados de neurônios ocultos ou unidades ocultas.

Para Haykin (2001) os nós de fonte da camada de entrada da rede fornecem os
respectivos elementos do padrão de ativação (vetor de entrada), que constituem os sinais
de entrada aplicados aos neurônios na segunda camada (primeira camada oculta). De
forma, os sinais da segunda camada são utilizados como entrada para a terceira camada, e
assim por diante para o resto da rede. A cada passagem de valor de uma camada para a
próxima, o valor que chega do nó de origem é multiplicado pelo peso atribuído à sinapse
entre os dois nós e filtrado pela função de ativação do nó de destino (GIACOMEL, 2016).

A figura 7 representa uma rede de múltiplas camadas, onde possui dez entradas,
uma camada intermediária (oculta) de quatro neurônios e uma de saída com dois neurônios.
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Figura 7 – Rede de múltiplas camadas.

Fonte: Retirado de (HAYKIN, 2001).

2.5.4.3 Algoritmo Backpropagation

O algoritmo backpropagation é um algoritmo supervisionado que utiliza pares
(entrada, saída desejada) para, por meio de um mecanismo de correção de erros, ajustar
os pesos da rede. O treinamento ocorre em duas fases, representadas na figura 8, em que
cada fase percorre a rede em um sentido (BRAGA; CARVALHO; LUDERMIR, 2000). Na
primeira etapa, chamada de forward, os sinais de entrada são inseridos na rede e, passando
de camada para camada, vão sendo processados sem alterar qualquer configuração (pesos
e limiares) até a geração da saída. Na segunda etapa, a saída obtida é então comparada a
uma respectiva resposta esperada, o que resulta em um valor de diferença (erro). Este erro
é então propagado no sentido contrário da rede, da saída para a entrada, na chamada fase
backward (NAMATELA, 2017). A fase backward utiliza a saída desejada e a saída fornecida
pela rede para atualizar os pesos de suas conexões (BRAGA; CARVALHO; LUDERMIR,
2000). O objetivo consiste, então, em reduzir continuamente o erro até um determinado
valor aceitável (MUELLER et al., 1996).
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Figura 8 – Fluxo de processamento do algoritmo backpropagation

Fonte: Retirado de (BRAGA; CARVALHO; LUDERMIR, 2000).

A minimização do erro no algoritmo backpropagation é obtida pela execução
do gradiente decrescente na superfície de erros do espaço de pesos, onde a altura para
qualquer ponto no espaço de pesos corresponde à medida do erro. Para Mueller et al.
(1996), ele segue a curva da superfície dos erros em direção a um ponto mínimo. Assim que
um mínimo é encontrado, seja global ou local (figura 9), o aprendizado cessa. Além disso,
o ajuste dos pesos inicia nas unidades de saída, onde a medida do erro está disponível,
e procede com a retro-propagação desse erro entre as camadas, ajustando os pesos até
que a camada das unidades de entrada tenha sido processada. Os pesos para um neurônio
particular devem ser ajustados na proporção direta ao erro da unidade de processamento
a qual está conectado (MUELLER et al., 1996).

Figura 9 – Mínimo Local e Global

Fonte: Retirado de (KOVACS, 1996 apud MUELLER et al., 1996).
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De acordo com Giacomel (2016), uma rede neural com backpropagation é
recomendada para problemas com uma grande quantidade de dados de entrada e não se
sabe ao certo a sua relação com a saída esperada, além disso que seja possível criar um
conjunto de exemplos do comportamento esperado; outra característica recomendada é
quando a solução pode mudar ao longo do tempo, mesmo para entradas iguais. Exemplos
disso, podem ser processamento de imagens, reconhecimento de voz e previsão de séries
temporais (GIACOMEL, 2016).

De acordo com Namatela (2017), os ajustes realizados pelo backpropagation são
feitos conforme a seguinte regra geral da equação 2.9:

wn
ji(t + 1) = wn

ji(t) + ηδn
j yn−1

i (2.9)

onde, n sendo o índice de cada camada da MLP, t cada época iterada, w o
vetor de pesos associado as entradas e as camadas, y o vetor de entradas na camada e
δ a taxa de aprendizagem. O valor de δn

j para a camada de saída é calculado de forma
baseada no desvio entre as saídas estimadas e as saídas esperadas. Já para as camadas
escondidas o valor de δn

j é obtido por meio da multiplicação dos valores de δn
j obtidos nas

camadas anteriores, com o somatório dos produtos obtidos, e por fim, pelos pesos que
ligam cada um dos neurônios. A fase de backward é feita por meio das funções inversas
das funções de ativação utilizadas nos neurônios na fase forward (NAMATELA, 2017).

2.5.4.4 Redes Neurais Recorrentes

As redes neurais recorrentes (RNN) são redes neurais com um ou mais laços de
realimentação (OLIVEIRA, 2007). Uma rede recorrente pode consistir, por exemplo, de
uma única camada de neurônios com cada neurônio alimentando o seu sinal de saída de
volta para as entradas de todos os outros neurônios (HAYKIN, 2001). O neurônio pode
alimentar a si mesmo (auto-alimentação) como também a outros neurônios. Do mesmo
modo, uma rede recorrente pode ter camadas ocultas, como ilustra a figura 10. As RNN,
por sua vez, são mais apropriadas para resolver problemas que envolvem processamento
temporal (BRAGA; CARVALHO; LUDERMIR, 2000). Uma rede recorrente muito utilizada
é a Long Short Term Memory (LSTM), que será explorada nos capítulos seguintes.
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Figura 10 – Rede Neural Recorrente.

Fonte: Retirado de (HAYKIN, 2001).

2.5.4.4.1 Limitações das RNN

De acordo com Li (2018), a RNN em sua forma original era notoriamente
difícil de treinar por causa de sua dificuldade de aprender dependências de longo alcance.
Por conta disto, as RNN normais acabam sendo afetadas pelo problema do gradiente de
desaparecimento que é quando os gradientes de alguns dos pesos começam a diminuir ou
aumentar se a rede for desdobrada muitas vezes (JIANG, 2020). Isso significa dizer que
em algum momento o gradiente pode influenciar até demais nos cálculos da rede como
também a sua contribuição ser igual a zero.

O problema do gradiente de desaparecimento ou de explosão do gradiente
acontece quando a derivada do erro na camada do nó de saída com relação a uma entrada
muito inicial aumentará exponencialmente e se tornará instável ou desaparecerá e não
causará nenhum impacto na rede (LI, 2018). Para resolver o problema do gradiente
de desaparecimento, surgem as redes de memória de curto e longo prazo (LSTM), que
substituem a camadas ocultas por portas recorrentes chamadas portas de esquecimento
(JIANG, 2020).
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2.5.4.5 Rede Long Short Term Memory (LSTM)

Nos últimos anos, ferramentas de deep learning, como a Rede Long Short
Term Memory (LSTM), tornaram-se populares e foram consideradas eficazes para muitos
problemas de previsão de séries temporais (YILDIRIM; TOROSLU; FIORE, 2021). A rede
LSTM é um tipo de RNN composta por blocos LSTM. as unidades LSTM substituem as
unidades ocultas comuns em uma RNN. Desse modo, a ideia principal das células LSTM é
ajudar as RNNs a capturar dependências de longo alcance.

O bloco LSTM contém células de memória e três unidades de portas multi-
plicativas; uma entrada, uma saída e uma porta de esquecimento. Enquanto a porta de
entrada decide quais informações devem ser mantidas ou atualizadas na célula de memória,
a porta de saída controla quais informações devem ser enviadas. A porta de esquecimento
é responsável por redefinir um estado de memória que contém informações desatualizadas
(YILDIRIM; TOROSLU; FIORE, 2021). Existem conexões recorrentes entre as células
e cada porta fornece operações contínuas para as células. A célula é responsável por
transmitir valores de “estado” em intervalos de tempo arbitrários, e cada porta realiza
operações de gravação, leitura e redefinição para as células (CHUNG; SHIN, 2018).

ft = σ(wf .[ht−1, xt] + bf ) (2.10)

it = σ(wi.[ht−1, xt] + bi) (2.11)

C̃t = tanh(wc.[ht−1, xt] + bc) (2.12)

Ct = ft ∗ Ct−1 + it ∗ C̃t (2.13)

ot = σ(wo.[ht−1, xt] + bo) (2.14)

ht = ot ∗ tanh(Ct) (2.15)

onde, ft é o portão de esquecimento, it o portão de entrada e ot o portão de saída; xt é o
input da rede no momento t, ht é o output da célula no instante t, σ denota a função de
ativação logística, Ct denota o estado da célula no momento t, C̃t representa o candidato
de estado para o instante t. As constantes wf , wi, wo e wc são os pesos dos portões ou
gates de esquecimento, entrada, saída e da própria célula, respectivamente. As constantes
bf , bi, bo e bc representam os limiares dos portões de esquecimento, entrada, saída e da
própria célula, respectivamente (GREFF et al., 2016 apud SANTOS, 2019).



Capítulo 2. Fundamentação Teórica 39

A célula LSTM pode ser vista na figura 11 e é descrita pelas seguintes equações
abaixo (SANTOS, 2019).

Figura 11 – Célula LSTM.

Fonte: Retirado de (DEY et al., 2021).

2.6 Algoritmos Genéticos (AG)

Os Algoritmos Genéticos (AGs) são algoritmos de otimização estocásticos que
trabalham de forma “aleatória orientada” de acordo com regras probabilísticas baseadas
numa analogia com os mecanismos da genética natural. Tudo isto respeitando a lei que
diz que os mais aptos têm mais probabilidade de sobreviver (ÁVILA et al., 2002). Os AGs
propõem-se a resolver casos de otimização, buscando a melhor solução dentre um conjunto
de possíveis soluções para um problema (NASCIMENTO et al., 2015).

Como os AGs são inspirados no processo de evolução natural regido por Darwin,
eles consistem de várias etapas que vão desde a inicialização de uma população até a sua
evolução. De forma breve, cada indivíduo representa uma solução e as suas variáveis são
codificadas em cadeias de longitude finita (análogas aos cromossomos). Durante a evolução
da população (conjunto de indivíduos), os melhores indivíduos serão selecionados, dando
início a uma nova geração (SILVEIRA; BARONE, 1998). A evolução termina quando
um critério de parada pré-estabelecido é atingido. O processo cíclico do AG consiste em
seis etapas que serão melhor apresentadas nos capítulos seguintes: inicialização, avaliação,
seleção, cruzamento, mutação e atualização. Elas estão ilustradas na figura 12.
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Figura 12 – Etapas de um Algoritmo Genético.

Fonte: Adaptado de (CHUNG; SHIN, 2018).

2.6.1 Inicialização

Segundo Pacheco et al. (1999), a inicialização da população determina o processo
de criação dos indivíduos para o primeiro ciclo do algoritmo. Comumente, na fase de
inicialização, um cromossomo é arbitrariamente selecionado em um espaço de soluções
(CHUNG; SHIN, 2018). No entanto, esta etapa inicial pode ser de acordo com quatro tipos
(LUCAS, 2002):

• Inicialização randômica uniforme: o indivíduo é gerado aleatoriamente,
onde cada gene recebe um valor do conjunto de possíveis valores;

• Inicialização randômica não uniforme: alguns valores possuem a maior
probabilidade de serem escolhidos na hora da geração aleatória;

• Inicialização randômica com dope: indivíduos otimizados são inseridos em
meio a população aleatoriamente gerada.

2.6.2 Avaliação

A avaliação é feita através de uma função que melhor representa o problema e
tem por objetivo fornecer uma medida de aptidão de cada indivíduo na população corrente,
que irá dirigir o processo de busca (PACHECO et al., 1999). A função de avaliação resulta
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no fitness do indivíduo. Basicamente, esta função serve para calcular o quão boa é a
solução. Um exemplo seria a função de maximização f(x) = x2, onde tem-se os indivíduos
C1 com x = 2 e C2 com x = 4, os respectivos f(x) seriam: f(xC1) = 4 e f(xC2) = 16.
Deste modo, o indivíduo mais apto seria C2.

2.6.3 Seleção

A seleção é a responsável pela perpetuação de boas características na espécie.
Tanto que Chung e Shin (2018), afirmam que a função fitness (avaliação) é um fator crucial
em algoritmos de otimização que chegam a afetar a performance como um todo. Existem
várias técnicas que são utilizadas para selecionar os melhores indivíduos de uma população.
Lucas (2002), define algumas técnicas a seguir:

• Torneio: os indivíduos são colocados em grupos distintos, onde dentro destes,
irão disputar uns com os outros. Os melhores de cada grupo serão selecionados;

• Classificação ou ranqueamento: os indivíduos são ordenados com base
no seu valor fitness. A chance de ser selecionado corresponde ao seu valor de
aptidão;

• Roleta: um valor é sorteado dentro do somatório do valor total de aptidão da
população e o indivíduo com valor fitness mais próximo do valor sorteado é
escolhido.

2.6.4 Cruzamento

O objetivo do cruzamento ou crossover é a permutação de material genético
entre os pares de indivíduos previamente selecionados (ÁVILA et al., 2002). Existem
diversos métodos de cruzamento, algumas das principais são:

• Cruzamento uniponto: Na sua forma mais simples, o crossover de um ponto
de corte (one-point crossover) corta os genitores em uma posição aleatoria-
mente escolhida, criando dois possíveis descendentes (PACHECO et al., 1999).
Normalmente dois indivíduos são gerados, mas existem variações;

• Cruzamento multiponto: o cruzamento multi-ponto é uma generalização
do operador de um ponto. Ou seja, o sorteiro dá-se para um número fixo n de
pontos de corte (LUCAS, 2002);

• Cruzamento aritmético: É executada uma operação aritmética, dependendo
do problema proposto, sobre os pais, tendo como resultado um novo indivíduo
(NASCIMENTO et al., 2015).
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2.6.5 Mutação

De acordo com Ávila et al. (2002), a mutação se dá quando ocorre a inserção
de um novo material genético na população. Os cromossomas criados a partir do operador
de crossover são então submetidos a operação de mutação (com uma probabilidade pm). A
mutação tem por objetivo aumentar a diversidade na população (PACHECO et al., 1999).
Esta probabilidade deve ser bem baixa, para que a busca pelo indivíduo ótimo não seja
puramente aleatória. Isto é análogo ao comportamento da natureza, onde raramente se
veem mutações ou anormalidades nos indivíduos (ÁVILA et al., 2002). Algumas técnicas
de mutação são definidas de acordo com (LUCAS, 2002):

• mutação flip: cada gene a ser mutado recebe um valor sorteado do conjunto
de elementos válidos;

• mutação por troca (swap mutation): são sorteados n pares de genes, e os
elementos do par trocam de valor entre si;

• mutação creep: há uma operação onde um valor aleatório é somado ou
subtraído do valor do gene do indivíduo a ser mutado.

2.6.6 Atualização e Critérios de Parada

Nesta etapa, os indivíduos gerados no processo de reprodução, mutados ou não,
são inseridos na nova população. Eles podem ser inseridos de maneira simples, onde a
população mantém um tamanho fixo e a nova geração criada em mesmo número que os
antecessores e a geração anterior é completamente substituída. Existem variações onde
o número de indivíduos pode ser menor e o critério de inserção ser variado, como os
pais sendo substituídos pelos filhos somente em caso destes tiverem maior valor fitness
que seus progenitores. A evolução da população termina quando um critério de parada
pré-estabelecido é atingido (LUCAS, 2002).
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3 MATERIAIS E MÉTODOS

Este trabalho propõe a implementação de um bot investidor que utiliza uma
rede neural recorrente otimizada por algoritmos genéticos para previsão de resultados
dentro do mercado de opções binárias. Este capítulo descreve os principais aspectos
técnicos do desenvolvimento deste algoritmo. Serão apresentados os seguintes tópicos: as
ferramentas e o ambiente de teste utilizado, base de dados usufruída, as etapas do trabalho,
organização do algoritmo genético, rede neural convolucional utilizada e seus diferentes
parâmetros testados, as métricas de avaliação dos resultados.

3.1 Recursos utilizados

Para a construção deste trabalho, a linguagem de programação utilizada foi
Python em sua versão 3.7.12. As principais bibliotecas foram keras (versão 2.7.0), scikit-
learn (versão 1.0.1), TA-Lib (versão 0.4.0) e a iqoptionapi, uma biblioteca não oficial da
Iq Option (. O ambiente utilizado foi o Google Colab, que é um serviço de notebooks
hospedados do Jupyter que não requer nenhuma configuração para usar. Ele permite que
qualquer pessoa escreva e execute código Python arbitrário pelo navegador e é especialmente
adequado para machine learning, análise de dados e educação (GOOGLE). Ele possui um
hardware com a CPU Intel(R) Xeon(R) @ 2.20GHz, 13GB de Memória RAM, 107.72gb
de HD, sistema operacional baseado em linux.

3.2 Base de dados

Para montar a base de dados, foi utilizada uma API não oficial da corretora
IQ Option. Esta API foi desenvolvida, inicialmente, pelo desenvolvedor Alexander Ski-
ridomov. Posteriormente, outros desenvolvedores contribuíram para novas versões desta
API. A versão utilizada neste trabalho foi modificada e atualizada com novas funções pelo
desenvolvedor Rafael Faria.

A API permite a coleta de vários dados diretamente de uma conta criada na
IQ Option. Dentre as informações estão os valores econômicos das diversas modalidade de
operações, como preço de abertura, fechamento, máxima, mínima, volume; determinar
o intervalo de tempo (5, 10, 15 minutos, dentre outros) das informações, principalmente
se tratando da coleta em formato de candles. A figura 13 apresenta um exemplo da base
de dados utilizada no intervalo de tempo de 1 dia. Esta base inicial foi necessária para
realizar o cálculo dos indicadores econômicos que foram posteriormente utilizados, como
Bandas de Bollinger, Média Móvel, dentre outros. Após calcular os indicadores, eles foram
adicionados na base de dados para a alimentação do Algoritmo Genético e da Rede Neural.

(https://github.com/iqoptionapi/iqoptionapi/)
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Figura 13 – Exemplo da base de dados.

Fonte: Elaborado pelo Autor, 2021.

3.3 Método proposto

O método proposto consiste na criação de um bot que utiliza AG que visa
selecionar automaticamente as melhores variáveis de entrada para a rede neural que irá
realizar a predição dos dados. Deste modo, o AG é uma forma de otimizar o desempenho
da RNN. A metodologia está organizada nas seguintes etapas:

1. Coleta dos dados financeiros das operações realizadas em um intervalo de tempo e
organização da base de dados;

2. Seleção dos melhores parâmetros (indivíduos) através do AG;

3. Treinamento da rede;

4. Teste da rede;

5. Avaliação dos resultados.

3.3.1 Funcionamento do bot

A proposta do bot investidor é que, com as previsões obtidas da rede neural
otimizada pelo AG, ele opere em tempo real realizando ordens de call e put. Limites de
ganho e perda são pré-estabelecidos, para evitar que o bot quebre a banca rapidamente,
tal como ele também deve parar caso atinja a meta de ganho diária. O critério de parada
do bot é que um dos limites seja alcançado. Após ele finalizar suas operações, um relatório
de trading é gerado contendo todas as ordens realizadas.
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Figura 14 – Fluxo de funcionamento do Bot Investidor.

Fonte: Elaborado pelo Autor, 2022

De acordo com a figura 14, de início, o bot realiza a coleta de dados da corretora
por meio de uma função específica. Com estes, ele realiza o cálculo dos indicadores técnicos
a serem utilizados e os adiciona em um dataframe que será a base de dados padrão de todo
o restante do algoritmo. Então o algoritmo genético começa a ser executado inicializando
a população e realizando a evolução em conjunto com a rede neural até encontrar os
melhores indivíduos que servirão de entrada para a previsão final da RNA LSTM.

Com a previsão feita, o bot coleta esses dados e utiliza uma função de trading
que coleta a banca atual da conta do investidor e define os limites de ganho e perda.
Após isso, ele percorre os valores previstos, onde cada label representa uma ordem: 0 para
put e 1 para call. Ele realiza as ordens de compra/venda até que os limites de ganho ou
perda sejam atingidos. Quando ele termina as operações, uma função de relatório coleta
todas as ordens realizada e as apresenta ao investidor, juntamente com o total obtido dos
investimentos.

3.3.2 Coleta dos dados e organização da base de dados

Na primeira etapa do trabalho o bot estabelece a conexão com uma conta
existente na plataforma IQ Option através da API responsável. Após isso, os dados são
coletados através de uma função que define o timeframe das operações e a quantidade das
últimas candles geradas que serão coletadas. Depois da coleta, os dados são organizados
em um dataframe. O timeframe definido foi de 15 minutos e a quantidade de candles foi de
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3000. A imagem 15 representa a base de dados inicial logo após a coleta através da API.

Figura 15 – Base de dados inicial.

Fonte: Elaborado pelo Autor, 2022.

Em seguida, uma função para cálculos dos indicadores técnicos é usada e os
dados gerados são incluídos na base de dados. Por fim, é adicionada uma nova coluna
indicando se a ordem do derivativo foi de subida (1) ou descida (0). Os indicadores
calculados são: Média Móvel Simples de 21 períodos, Média Móvel Exponencial de 9
períodos e Bandas de Bollinger de 5 períodos e bandas superior e inferior de 2 desvios
padrões. A base de dados atualizada está ilustrada na figura 16.

Figura 16 – Base de dados atualizada.

Fonte: Elaborado pelo Autor, 2022.
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3.3.3 Organização do AG

Antes da inicialização da população, alguns parâmetros são definidos para a
sua organização, tais como: tamanho do indivíduo, critério de parada, taxa de mutação e
tamanho da população.

3.3.3.1 População e Tamanho do indivíduo

Inicialmente a população é composta por 4 indivíduos. Cada indivíduo é
composto por 4 genes, onde estes correspondem aos índices das colunas da base de dados.
Cada coluna representa um possível indicador. Os possíveis indicadores a serem selecionados
são:

• Preço de abertura

• Preço de fechamento

• Valor mínimo do ativo

• Valor máximo do ativo

• Média Móvel Simples

• Média Móvel Exponencial

• Faixa intermediária da Banda de Bollinger

• Banda Superior da Banda de Bollinger

• Banda Inferior da Banda de Bollinger

Após alguns testes, a população passou a ser composta por 5 indivíduos e os
indivíduos constituídos por 5 genes.

3.3.3.2 Inicialização

Após a definição dos parâmetros iniciais e da construção da base de dados, o
algoritmo genético entra em execução. O cromossomo está em codificação decimal, onde
cada gene representa o índice da coluna (indivíduo) dentro do dataframe. Desse modo,
com exceção das colunas ’Dt. Início’ e ’Dt. Fechamento’, todas as colunas do dataframe
são elegíveis como indíviduos que possam contribuir para uma população ótima.

A população é sorteada aleatoriamente, seguindo o conceito da inicialização
randômica, que como já foi dito anteriormente, não possui tendência alguma no momento
da inicialização.
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3.3.3.3 Avaliação e Seleção

Para realizar a avaliação de um indivíduo, é feito o uso da rede neural. O
indivíduo é posto na rede como um parâmetro e é calculada a sua raiz quadrada média
(RMSE). Este processo acontece com todos os indivíduos da população e o menor RMSE
é coletado após todos serem avaliados. Com base nisso, o melhor indivíduo é identificado.

3.3.3.4 Cruzamento

Os pais são selecionados aleatoriamente na população atual, com exceção
do melhor indivíduo, para então acontecer o cruzamento. O método de cruzamento é o
uniponto, onde acontece de modo que um gene de cada pai é sorteado e eles são permutados.

3.3.3.5 Mutação

Após o cruzamento, a função de mutação é ativada. A taxa de mutação escolhida
foi de 10%. Para que a mutação aconteça, é necessário que um número sorteado entre 0
e 100 seja menor que probabilidade de mutação. Caso isso aconteça, então um pai será
sorteado e este sofrerá a mutação. A técnica de mutação empregada foi a flip, onde o gene
recebe um valor sorteado do conjunto de elementos válidos, que neste caso, são os valores
dos índices correspondentes as colunas do dataframe.

3.3.3.6 Atualização e Critérios de Parada

Após a mutação acontecer, o processo de cruzamento é finalizado, os pais são
removidos, o melhor indivíduo permanece e os novos filhos são inseridos na população.
Esse processo acontece até que o critério de parada seja atingido. No modelo proposto, o
critério de parada é um número de gerações previamente estabelecido. Inicialmente este
valor era 4, porém foi incrementado para 5.

3.3.4 Arquiteturas e Topologias escolhidas

Na primeira etapa da rede neural, os dados foram divididos em 80% para
treinamento e 20% para teste. Para todos os testes a arquitetura utilizada foi:

• Camadas iniciais de LSTM e duas finais com MLP;

• Otimizador adam;

• Batch size igual a 1;

• Função de perda: erro quadrático médio;

• Número de épocas: 100.
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A seguir são apresentadas as variações de topologias da rede neural empregadas
para a realização de testes, com as camadas e quantidade de blocos (LSTM) e neurônios
(DENSE), respectivamente:

Tabela 1 – Topologias escolhidas.
Camadas Teste 1 Teste 2 Teste 3 Teste 4 Teste 5

1 LSTM(128) LSTM(128) LSTM(128) LSTM(128) LSTM(128)

2 LSTM(64) LSTM(64) LSTM(64) LSTM(64) LSTM(100)

3 LSTM(25) LSTM(25) LSTM(25) LSTM(25) LSTM(64)

4 LSTM(1) LSTM(1) LSTM(1) LSTM(1) LSTM(25)

5 - - - - LSTM(1)

Fonte: Elaborado pelo autor, 2022.

3.4 Métricas de Avaliação do Desempenho

Para avaliar os resultados obtidos, as seguintes métricas de desempenho foram
utilizadas: Raiz quadrada do erro quadrático médio (RMSE), Acurácia, Precisão, Recall e
F1-Score. Além disso, a matriz de confusão também foi utilizada.

3.4.1 Matriz de Confusão

A matriz de confusão oferece uma medida efetiva do modelo de classificação,
ao mostrar o número de classificações corretas e as classificações preditas para cada classe
em um determinado conjunto de exemplos (MATOS et al., 2009).

Segundo Sammut e Webb (2011), a matriz de confusão é bidimensional, onde
cada dimensão implica no valor verdadeiro das classes e no valor predito, respectivamente.
Neste contexto, existem quatro grupos:

• Verdadeiro Positivo (TP): quando uma classe positiva foi classificada correta-
mente;

• Verdadeiro Negativo (TN): diz respeito a uma classe negativa que foi classificada
corretamente;

• Falso Positivo (FP): quando uma classe positiva foi classificada incorretamente;

• Falso Negativo (FN): quando uma classe negativa foi classificada incorretamente.
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Figura 17 – Matriz de confusão bidimensional.

Fonte: Elaborado pelo Autor, 2022.

3.4.2 Raiz Quadrada do Erro Quadrático Médio - RSME

De acordo com Giacomel (2016), a Raiz Quadrada do Erro Quadrático Médio
é uma métrica que obtém as diferenças entre todos os valores reais e previstos obtidos
e realiza uma média. O valor numérico gerado indica o tamanho do erro médio obtido.
Desse modo, quanto mais próximo de zero, melhores são os resultados obtidos. A fórmula
do RMSE é descrita na equação 2.15:

RMSE =
√

1
N

∗
∑

(previstoi − reali)2 (3.1)

onde, N é o número de dias da série temporal sendo analisada, previstoi é o valor previsto
para a série no dia i e reali é o valor da série também no dia i.

3.4.3 Acurácia

Para Matos et al. (2009), a acurácia é frequentemente utilizada para avaliação
de problemas de classificação de aprendizado de máquina. A acurácia de um classificador
pode ser dita e calculada como o número de objetos classificados corretamente pelo número
total de objetos (SAMMUT; WEBB, 2011). Com base na matriz de confusão, a equação é:

Acuracia = V P + V N

V P + V N + FP + FN
(3.2)
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3.4.3.1 Precisão

Segundo Li (2018), a precisão mede a razão entre as direções corretamente
classificadas e a quantidade de previsões que o modelo fez para essa direção específica
(por exemplo, o número de movimentos “para cima” corretamente previstos dividido pelo
número de previu corretamente os movimentos “para cima” e previu incorretamente os
movimentos “para cima”).

Precisao = TP

TP + FP
(3.3)

3.4.4 Recall

O Recall mede a proporção entre as direções corretamente classificadas e a valor
total de uma direção específica (por exemplo, o número de movimentos "para cima"previstos
divididos por todos os movimentos "para cima"no conjunto de dados) (LI, 2018):

Recall = TP

TP + FN
(3.4)

3.4.5 F1 Score

O F1-score é a média harmônica composta que leva em conta a precisão e o
recall em conta, é definido como a média harmônica entre eles (LI, 2018):

F1Score = 2 ∗ Precisao ∗ Recall

Precisao + Recall
(3.5)
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4 RESULTADOS

Diversos teste foram realizados, porém somente o que obteve os melhores
resultados foi registrado Os testes realizados abrangem diversos parâmetros da LSTM e
do AG. A depender do tamanho da população, tamanho do indivíduo, tipo de seleção e
diversas variações que um AG pode ter, o seu desempenho pode ser facilmente alterado,
podendo ser muito ou pouco satisfatório. E, para a rede LSTM, as alterações na quantidade
de camadas, nos blocos LSTM e nos parâmetros de otimização, sevem para melhorar
o resultado esperado. Diversos testes foram realizados, porém somente alguns foram
registrados e listados, pois foram os que apresentaram maior influência nos resultados
com as devidas alterações nos parâmetros. Em todos os testes, a paridade selecionada foi
EUR/USD, timeframe de 15 minutos e a quantidade de candles foi de até 2384.

4.1 Primeiro teste

Apenas no primeiro teste, foi utilizado o indicador técnico RSI ou Relative
Strength Index é um indicador que foi concebido para rastrear a tendência de preço de
um ativo. Porém, por questões de instabilidades, ele foi removido dos testes seguintes. As
configurações do AG e da rede LSTM estão na tabela 2.

Tabela 2 – Configurações do primeiro teste
Algoritmo Configuração

AG
População 4 indivíduos
Tamanho do indivíduo 4 genes

Melhor indivíduo selecionado Abertura, Banda de Bollinger,
valor mínimo e RSI

LSTM

Épocas 100

Camadas e Blocos LSTM LSTM(128), LSTM(64),
DENSE (25), DENSE(1)

Otimizador adam
Função de perda Mean Squared Error

Fonte: Elaborado pelo autor, 2022.

A tabela 3 mostra a matriz de confusão para o primeiro teste. O RMSE da
rede com o melhor indivíduo selecionado foi de 0.9983207376900539. As linhas e colunas
tratam dos labels -1: ordem de put; 0: ordem de hold e 1: ordem de call. Os valores em
diagonal 0, 4 e 172 representam as previsões corretas com relação as classes reais para os
labels -1, 0 e 1, respectivamente. Ou seja, onde o algoritmo acertou, o restante diz respeitos
as escolhas erradas.
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Tabela 3 – Matriz de confusão do primeiro teste
Valores Preditos

-1 0 1

Valores reais
-1 0 243 58
0 0 4 1
1 0 118 172

Fonte: Elaborado pelo autor, 2022.

Os resultados das métricas para cada label estão na tabela 4. É possível perceber
que o resultado não foi satisfatório, visto que a acurácia ficou muito baixa, apresentando
uma taxa de 30%; tem uma precisão zerada nas classes -1 e 0, e apresentando precisão
acima de 70% somente para a label 1. Em termos gerais, o desempenho foi insatisfatório,
porém para questões de uma única classe, o label 1 foi satisfatório.

Tabela 4 – Resultados do primeiro teste

Classe Precision Recall F1 - Score

-1 0.00 0.00 0.00

0 0.01 0.80 0.02

1 0.74 0.59 0.66

Fonte: Elaborado pelo autor, 2022.

4.2 Segundo teste

No segundo teste as únicas modificações, com relação ao primeiro, foram os
labels. Ao invés de ser 1 (call), 0 (hold) e -1 (put), hold e put assumiram os valores 0. Isso
é por causa das ordens de hold que representavam uma porcentagem muito baixa, quando
comparada com as outras duas ordens, desse modo, não fornecendo dados suficientes para
o treinamento desta ordem.

O melhor indivíduo selecionado foi média móvel simples, valor máximo, valor
de fechamento e valor mínimo. O RMSE da rede foi de 0.6450638592808743. A matriz
de confusão está ilustrada na tabela 5. Os labels descritos abaixo possuem o mesmo
significado para os testes posteriores, sendo 0 para ordem de put e 1 para ordem de call.
As linhas e colunas tratam dos labels 0 e 1, respectivamente. Os valores em diagonal 46,
302 representam as previsões corretas com relação as classes reais para os labels 0 e 1,
respectivamente. O restante diz respeitos as escolhas erradas. Isso deve-se ao fato de que
tiveram mais ocorrências para ordens de call.
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Tabela 5 – Matriz de confusão do segundo teste
Valores Preditos

Valores reais
0 1

0 46 238
1 10 302

Fonte: Elaborado pelo autor, 2022.

Os resultados das métricas para cada label estão na tabela 6. Houve um aumento
no valor da acurácia para 56%. Uma precisão melhor (82%) para as ordens de 0 (put, hold),
porém com recall e f1-score abaixo do esperado. Inversamente, a precisão do label 1 já
foi inferior, com recall e um f1-score aceitável de 0.97% e 0.71%, respectivamente, porém
abaixo das expectativas. Desse modo, é possível perceber que os resultados foram um
pouco melhores após o agrupamento das ordens hold e put em uma label única de valor 0.

Tabela 6 – Resultados do segundo teste

Classe Precision Recall F1 - Score

0 0.82 0.16 0.27

1 0.56 0.97 0.71

Fonte: Elaborado pelo autor, 2022.

4.3 Terceiro teste

No terceiro teste a população do AG agora possui 5 indivíduos e estes são
constituídos de 5 genes. O melhor indivíduo carregava as variáveis de banda inferior da
banda de bollinger, média móvel simples, valor máximo, valor de fechamento e valor de
abertura. O RMSE da rede foi de 0.6462744639322551, um decréscimo de 0.4168% em
relação ao teste anterior. A matriz de confusão está apresentada na tabela 7. Pode-se ver
que houveram muitas ocorrências para ordens de hold/put (0). O algoritmo acertou todas
as classes da ordem de call, porém previu incorretamente cerca de 81% das classes de
hold/put.

Tabela 7 – Matriz de confusão do terceiro teste
Valores Preditos

Valores reais
0 1

0 510 0
1 416 70

Fonte: Elaborado pelo autor, 2022.

Os resultados das métricas estão na tabela 8. A acurácia foi de 56% e a precisão
foi de 55% para a classe de hold/put, recall de 100% e f1-score de 70%. Algo inverso
aconteceu com a classe de call, onde a precisão foi de 100%, recall baixíssimo de 14% e
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f1-score de 25%. De modo geral, este teste teste maiores acertos para a classe de call,
porém as métricas para ambas as classes foram ainda abaixo das expectativas.

Tabela 8 – Resultados do terceiro teste

Classe Precision Recall F1 - Score

0 0.55 1.00 0.71

1 1.00 0.14 0.25

Fonte: Elaborado pelo autor, 2022.

4.4 Quarto teste

No quarto teste registrado, foi adicionado uma camada a mais na rede neural,
possuindo 128 blocos de LSTM. O melhor indivíduo selecionado possuía as variáveis de
valor de abertura, valor de fechamento, média móvel simples, banda superior e inferior da
banda de bollinger. O RMSE da rede foi de 0.5893347403993853 e a matriz de confusão
está apresentada na tabela 9.

Tabela 9 – Matriz de confusão do quarto teste
Valores Preditos

Valores reais
0 1

0 94 207
1 0 295

De maneira semelhante, porém inversa, o algoritmo acertou todas as previsões
para a classe de hold/put, enquanto que para a classe call, ele errou cerca de 70% se
comparado aos acertos para a mesma classe. Neste teste houve uma presença maior de
classes de call. As métricas para este teste estão na tabela 12.

Tabela 10 – Resultados do teste 4.

Classe Precision Recall F1 - Score

0 1.00 0.31 0.48

1 0.59 1.00 0.74

Fonte: Elaborado pelo autor, 2022.

Dentre os testes realizados, este foi o que obteve melhores resultados, ainda
que , para resultados gerais, longe do esperado. A classe de hold/put (0) obteve incrível
precisão máxima, porém um recall de 31% e f1-score de 48%. Já a classe de call (1) teve
precisão de 59%, recall máximo e f1-score interessante com 74%. A acurácia deste teste foi
de 65%.
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4.5 Quinto teste

No quinto teste, o melhor indivíduo selecionado possuía as variáveis de média
móvel simples, valor de fechamento, valor de máximo, banda superior e média móvel
exponencial. O RMSE da rede foi de 0.6878621681820475 e a matriz de confusão está na
tabela 11. O número de épocas para a rede neural agora é de 200.

Tabela 11 – Matriz de confusão do quinto teste
Valores Preditos

Valores reais
0 1

0 281 3
1 279 33

Através da matriz de confusão e tabela de erros e acertos é possível perceber que
o algoritmo acertou cerca de 52% dos valores. Estes correspondem as ordens de hold/put
(0). As métricas para este teste estão na tabela 13

Tabela 12 – Tabela de erros e acertos.

Acertos Erros Taxa

314 282 0.527

Fonte: Elaborado pelo autor, 2022.

A classe de hold/put (0) possuiu precisão de 50%, um recall de 99% e f1-score
de 67%. Já a classe de call (1) obteve precisão de 92%, porém com um baixíssimo recall
de 11% e f1-score de 19%. A acurácia deste teste foi de 53%.

Tabela 13 – Resultados do quinto teste

Classe Precision Recall F1 - Score

0 0.50 0.99 0.67

1 0.92 0.11 0.19

Fonte: Elaborado pelo autor, 2022.
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5 DISCUSSÃO

Nesse trabalho, foi apresentado um robô investidor constituído de uma meto-
dologia de previsão de ordens dentro da modalidade financeira de opções binárias, onde é
baseado de Algoritmos Genéticos e Redes Neurais LSTM. Foram realizados diversos testes,
porém somente os mais relevantes foram registrados e apresentados nesse estudo. Em cada
teste um parâmetro foi alterado para entender como o algoritmo iria ser beneficiado ou
prejudicado. O melhor resultado encontrado foi o do quarto teste registrado, com uma
acurácia de 65%. O objetivo proposto foi atingido, mas ainda necessita de mais testes em
diferentes configurações dos algoritmos de inteligencia artificial aplicado.

Os parâmetros de um AG e de uma RNN foram essenciais para um bom
desempenho do algoritmo. Deste modo, com a alteração dos parâmetros do AG e da LSTM,
observou-se que os parâmetros que mais contribuíram para incrementar o desempenho
da rede foram: o tamanho da população, tamanho do indivíduo e a adição de mais uma
camada LSTM. É possível que aumentando o número de épocas, o treinamento poderia ter
sido mais eficiente. Porém, embora não tenham sido apresentados os tempos de execução
do AG e LSTM, eles demandavam muito tempo, e com o aumento de épocas, a execução
do algoritmo como um todo seria ineficiente para a tomada de decisão. Isto deve-se ao fato
de que as operações dentro da modalidade de opções binárias acontecem, em sua maioria,
em pequenos espaços de tempo.

Em um trabalho semelhante, foi apresenta uma estratégia de negociação auto-
matizada usando o robô investidor, que combinou as previsões feitas por redes neurais
artificiais e preditores econométricos por meio de seletores inteligentes e comitês de deci-
são diversos ao longo do tempo. A aplicação utilizou um histórico de 3 anos para gerar
estratégias de investimento aplicadas a dez ações de companhias nacionais e ao índice
Bovespa simultaneamente (NAMATELA, 2017). Chung e Shin (2018), também utilizou
uma abordagem híbrida entre um algoritmo genético e uma rede neural LSTM. O AG
otimizou a melhor janela de tempo e o número de unidades LSTM para a predição das
séries temporais financeiras, sendo a melhor janela de tempo de 10 dias anteriores para
treinamento e 15 e 7 unidades LSTM para duas camadas ocultas, respectivamente.

Contudo, nesse trabalho a elaboração do sistema totalmente automático para
fazer operações binárias foi de maneira satisfatória, porém necessitando de melhorias
para garantir maior estabilidade nas ações operadas. No entanto, a modalidade de opções
binárias ainda é muito recente, deste modo, existindo pouco conteúdo na literatura que
apresente alguns resultados que sirvam de comparação. Assim, espera-se que este trabalho
ajude a comunidade acadêmica no desenvolvimento de novas pesquisas e algoritmos de
inteligência artificial dentro do campo de investimentos financeiros.
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6 CONSIDERAÇÕES FINAIS

O mercado financeiro é uma ótima forma de se obter renda, seja ativa ou passiva.
Existem diversas modalidades como ações, criptomoedas, derivativos, dentre outros. Neste
trabalho, buscou-se desenvolver um algoritmo para prever as ordens em opções binárias,
uma modalidade de derivativos financeiros.

Embora as Operações Binárias sejam derivativos bastante simples em seu
funcionamento, oferecendo uma grande oportunidade de ganhar dinheiro, isto não ocasiona,
de modo algum, em lucros fáceis. Os resultados obtidos neste estudo só reforçam isso, pois
apesar das ordens serem apenas duas (call (1) e hold/put (0)), foi mostrado o quão difícil
foi para o algoritmo obter taxas boas de desempenho, sendo a melhor delas em 65%, um
valor muito baixo se considerar o risco altíssimo de se conseguir lucros consistentes.

Para estudos futuros, recomenda-se utilizar a mesma base de dados, porém
testar outros parâmetros no AG, como um valor fitness diferente, outro modo de seleção e
também uma população de no mínimo 6 indivíduos. Em relação a RNN, usar-se de técnicas
que a tornem mais eficiente. De modo geral, uma das características mais importantes
seria diminuir consideravelmente o tempo de execução, para que assim fosse viável uma
melhor aplicação do robô trader.
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